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Osszefoglalé: Cikkiinkben a ,Big Data” paradigma térnyerésével parhuzamosan rohamosan terjeds
természetesnyelv-feldolgozasi (NLP) médszereket tekintjik 4t. Bemutatjuk a tdrsadalomkutatasi szem-
pontbdl leginkabb perspektivikus eszkozoket, a hozzdjuk illesztheté tarsadalomkutatdsi kérdéseket és
azokat a technikai-mdédszertani jellegzetességeket, amelyek a klasszikus kvantitativ kutatdshoz képest
az NLP specifikumat jellemzik. Ezek a médszerek lényegesen tullépnek a sz6gyakorisag-elemzésen ala-
puld klasszikus kvantitativ sz6vegelemzésen, és a gépi tanuldsi paradigman alapulé modellezési logika-
juk gyokeresen eltér a magyarazatot/oksagi hatds kimutatdsat elérni kivano klasszikus tarsadalomku-
tatasilogikdtol. Célunk, hogy ebbe az itthon még kevéssé intézményesiilt teriiletbe betekintést engedve
inspiraciét nygjtsunk a hazai tarsadalomkutaték szamara, mert meggy6z6désiink szerint a szévegba-

nyaszat néhany éven beliil standard eszkéze lesz a nemzetkozi alkalmazott tdrsadalomkutatdsnak.

Kulcsszavak: kvantitativ szévegelemzés, természetes nyelvfeldolgozas, sz6vegbanyaszat, szamitogé-

pes szovegelemzés

Bevezetés

A kvantitativ tdrsadalomkutatds Durkheim 6ta adathalmazokba rendezett empirikus
adatokkal foglalkozik. Ezek az adatok jellemz&en jél strukturaltak és numerikusak.
Igaz ez még az olyan specidlis kutatasi teriileten is, mint a kapcsolathalézat-elem-
zés, ahol a ,hagyomdnyostdl” nagyon eltéré adatmodellekben kell gondolkodnunk.
Azonban a szamokon tul is van élet (s6t mindig is volt). Egyre nagyobb mennyiség-
ben érheték el (kutatdsi célokra is) olyan tartalmak, amelyek szévegekbél épiilnek fel.
A korabban inkabb csak professziondlis szereplék (példaul ujsdgirdk, tudomanyos/
szépirodalmi szerzék) altal eléallitott nyilvanos szévegek mellett az internet terje-
désével parhuzamosan megjelent a laikus felhasznaldk 4ltal elééllitott tartalom is.

Honlapszovegek, blogok, kommentek, a kozosségi médidban megjelend posztok jelen-

1 Aszerz6 a tanulmany elkészitésekor a FelsGoktatasi Intézményi Kivalésagi Program tamogatasaban részesilt.
2 Aszerz6 atanulmany elkészitésekor az Emberi Eréforrasok Minisztériuma Uj Nemzeti Kivalosag Programjanak tamogatasaban
részesult.
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tik ma a digitalisan el8éllitott tartalom jelentds részét. Ezek a sz6vegek bar struktu-
ralatlanok (vagyis nem illeszkednek el6re definialt adatbazisba), de az internet el6tti
id6khoz képest elképzelhetetlen mennyiségben tartalmaznak adatokat az emberek
véleményérdl, preferencidirol, attitiidjeirdl, sét cselekvéseirél is (Evans—Acaves 2016).

A szovegek tarsadalomtudomdnyi vizsgalata természetesen nem Gj kutatdsi pa-
radigma, bar hasznalata kordbban inkabb a kvalitativ kutatasokra korldtozédott. A
szisztematikus (kvantitativ) szovegelemzés a tomegmédia elemzésének céljaval in-
dult el a két vilaghaborua kozott, és folytatédott a vildghabort utan is (pl. Berelson-
Lazarsfeld 1948). A kvantitativ elemzés egy tipikus hasznélata volt, amikor kvalita-
tiv médon azonositott ,kédok” megjelenését kvantifikaltak a szévegekben (lasd pl.
Bales 1950). Ezekben a korai elemzésekben a kédokon kivil nyers szévegelemek (pl.
relevins szavak) gyakorisdgat és metaadatokat (pl. szerzo) is felhasznaltak a stilisz-
tikai/szemantikai mintazatok feltarasara. Az 1960-as évektdl kezdve szamitégépek
is tdmogattak ezt a munkat (Hayes 1960).

Miner és szerzétarsai (2012) alapjan a kvantitativ szévegelemzés utébbi tizenot
évben tapasztalhat6 dramai felfutdsahoz két tényezének kellett egyuttesen megjelen-
ni. Egyrészrél szikség volt digitalis/digitalizalt szovegekre, masrészrél olyan szami-
tégépes kapacitdsra, ami képes volt ezeket a szévegeket feldolgozni. Kiindulépontnak
a 80-as évek végét, a 90-es évek elejét tekinthetjilk, ekkor jelennek meg az elsé olyan
statisztikai eljardsok (példaul a litens szemantikai indexelés), amelyek nagyobb sz6-
vegkorpuszokat voltak képesek komplex médon elemezni (Miner et al. 2012). Az igazi
elterjedés azonban inkabb a 2000 utdni évekhez kothetd, amikor az egyre nagyobb
mennyiségi digitalis tartalom feldolgozaséra Gjabb és Gjabb médszerek jelentek meg
(Liu 2015). A jelenleg is szemiink el6tt zajlé Big Data® forradalom természetesen ezt
a teriiletet is magaval ragadta. E forradalom nagysagrendjének érzékeltetésére elég
egyetlen szamot idézni: 2020-ban mar 3,8 millidard ember hasznal legalabb egy kézos-
ségimédia-platformot a f6ldén (Digital 2020 reports). Természetesen ezt a kutatési
tertletet is magaval ragadta, s6t megfordithatjuk a dolgot, a sz6vegbanyaszat egyfajta
katalizitora a Big Data-elemzés jelentés felfutdsanak. Az automatizalt sz6vegelemzés
uizleti/ipari alkalmazasai gyorsan elérték az alkalmazé6 tudomanyokat, igy pl. az iro-
dalomtudomanyt és a kultdratudomanyt is, lasd a , tavolrdl olvasds” fogalmat Moretti
(2013) distant reading - close reading dichotémiajan alapulva.

Az Gjabb kutatési paradigmak esetében mindig felmeriilhet, hogy mi djat tud adni a
korabbi megkozelitésekhez képest. Ez kiilonosen igaz abban az esetben, ha olyan méd-
szerekr6l, irdnyokrdl van szé, amelyek nem standard tarsadalomkutatéi eszkoztirat
hasznélnak. A Big Data tarsadalomtudomanyi hasznalatdrél mar szdmos hazai tanul-
maény sziletett (Csepeli 2015, Dessewffy-Lang 2015, Kmetty 2018). Tanulmanyunkban

3 A ,Big Data” kifejezést az utobbi tizenét évet tekintve el6bb egy hatalmas felhajtas kisérte (egy szemléletes példa erre: An-
derson 2008), majd egyfajta csalodas volt tapasztalhato, éppen a laikusok talf(itott varakozasai miatt (lasd ,,big data is dead”
124.000 Google Search talalat, ,big data projects fail” 16.000 talalat). Digitalis adatelemz&i korokben ennek megfeleléen ma
mar kevésbé hasznaljak; mi mégis a hasznalata mellett dontéttink ebben a cikkben, hogy az olvasok szamara kénnyebben
azonosithatéva tegyuk targyunkat.
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amellett érvelunk, hogy a Big Data egy specidlis 4ganak, az automatizilt széveganaliti-
kénak is egyre nagyobb szerepe lehet az empirikus tarsadalomkutatdson beliil*.

Ervelésiink egyik 4ga a klasszikus survey-kutatasok egyre nehezed kornyezeté-
bél indul ki. A survey tipusu kvantitativ adatgyjtés valaszmegtagadasra visszave-
zethet6 problémai alland6 részét képezik a téma szakértéi diskurzusinak. A survey
besziikulésével szemben a digitalis adatok egyre nagyobb mennyiségben dllnak ren-
delkezésre®. Ha a mostani tendencidk folytatédasat varjuk, akkor vélhetéen egyre
olcsobb lesz digitdlis adathoz hozzajutni, és egyre dragdbb lesz jé mindségi survey-
adatot generdlni. De legalabb ugyanennyire fontos az is, hogy digitalis adatokbdl
olyan vélemények és attitiidok is kinyerhet8k, amelyekhez nagyon nehéz hozzaférni
survey-ekben vagy a téma kényessége, vagy nehéz operacionalizalhatésidga miatt.
Az online adatforras és a survey természetesen nem tokéletes alternativaja egymas-
nak episztemoldgiai szempontbdl sem (Németh 2015). Nem ugyanaz, ha el6itéle-
tes attitid feltarasa céljaval kérdeziink énbevalldsra alapulva egyéneket, vagy ha az
egyének online térben megvalésult gytiloletbeszéde alapjan vonunk le réluk kovet-
keztetéseket (Barna-Knap 2019). A digitalis adatforrdsok elényeit azonban drnyal-
ja, hogy ezek a szovegek — mivel els6sorban nem elemzési célokra szilettek — zajosak
és strukturalatlanok, és a survey-hez hasonléan megbizhat6sdgi és érvényességi
kérdésekkel terheltek. Tovibba — mint ahogy azt cikkiink példaibdl latni fogjuk —
bar a szévegek tartalmi elemzésének vannak egyes részkérdéseket megvalaszol6 és
a tarsadalomtudomaény szdmadra is inspirativ technikai, ezek a technikdk korantsem
reprodukaljik a szovegek ember 4ltali tartalmi megértését.

Tanulmanyunk célja az 4j szoveganalitikai paradigma tarsadalomtudomanyi le-
het8ségeinek bemutatésa, az e szempontbodl relevans £6bb eszkézeinek, ezek logika-
janak és a hozzajuk illeszthet6 tarsadalomkutatési kérdéseknek az ismertetése. Az
automatizalt sz6veganalitika kurrens eszkozeit azért tartjuk fontosnak legalabb he-
urisztik4jukat tekintve bemutatni, mert (1) azok lényegesen tullépnek a szégyako-
risdg-elemzésen alapul6 klasszikus kvantitativ szévegelemzésen, tovabbi (2) a gépi
tanuldsi paradigman alapulé modellezési logikajuk gyokeresen eltér a magyaraza-
tot/ oksdgi hatas kimutatdsat elérni kivané klasszikus tarsadalomkutatési logikan.
Célkozonségunket azok a kvantitativ tirsadalomkutaték adjdk, akiknek nincsen
mély el6ismeretiik ezen a téren, de érdeklédnek a kvantitativ szovegelemzés irant. A
bemutatott mdédszerek megértésének megkonnyitésére igyeksziink az Gj médszere-
ket a klasszikus kvantitativ médszerekhez kapcsolni. Attekintésiink véllaltan nem
technikai, és az egyes médszerek alkalmazdsanak tdmogatdsa is tilmutat tanulma-
nyunkon, ugyanakkor a tovibblépéshez ajanlunk jé kiindulépontokat. Az a célunk,
hogy ebbe az itthon még kevéssé intézményesiilt teriiletbe betekintést engedve ins-
piraciét nyGjtsunk a hazai tdrsadalomkutaték szdmara.

4 Természetesen nem minden kvantitatiy szovegelemzes Big Data-alapu, de az ij médszerek megjelenését elsésorban a Big
Data-felhasznalasok implikaljak. A szévegeknek nemcsak a mennyisége okoz problémét, hanem a strukturélatlansaga és a

standardizélatlansaga is. llyen szempontbdl a sz6veg nagysaga csaknem mellékes.
5 Bar kétségtelen, hogy az adathozzaférés ezen a tertileten sem mindig egyszerd, lasd a technologiai és adatvédelmi kérdéseket.
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A természetesnyelv-feldolgozas

Az automatizalt szovegelemzés abban kiilénbézik a hagyomanyos adatelemzéstdl,
hogy strukturalatlan adatokon dolgozik. Igy miel6tt a szévegek elemzése kapcsan
haszndlt fogalmakat tisztdzzuk, fontos kiillénbséget tenni a strukturdlt és a struk-
turalatlan adatok kozott.

A strukturalt adatoknak azokat az adatokat nevezziik, amelyek hagyoményosan
sorokban és oszlopokban rogzitettek, kénnyen kereshetgk.

A félig strukturalt adatok olyan tulajdonsagokkal birnak, amelyek megkénnyitik az
elemzést, amelyek segitségével hierarchidba rendezhet6k az informacidk. Ilyen példaul
egy webdruhdz, amely minden termékrél ismétl6dé struktaraban térol adatot. Ennek
segitségével az adatokat gyorsan és kénnyen egy strukturalt adatbazisba rendezhetjik.

A strukturédlatlan adatoknak egyaltaldn nincsen adatbézis jellege, esetiinkben
lehetnek Gjsagcikkek, blogbejegyzések, hosszabb széveges dokumentumok. A tanul-
manyunk kovetkez6 szakasza a strukturalatlan adatok feldolgozasaval foglalkozik.

A természetesnyelv-feldolgozas (a magyar forditdsra ez az irdsmdd terjedt el®,
angolul Natural Language Processing, a tovabbiakban NLP) az informatika, a mes-
terségesintelligencia-kutatds és a nyelvészet hatdrteriilete. Természetes nyelvnek
azokat a nyelveket nevezziik, amelyek spontan alakultak ki, amelyek nyelvtana az
emberek kozotti nyelvi kommunikdcié természetes fejlédésének eredményeként
alakult ki, ilyenek péld4ul a kil6nb6éz6 nemzetek nyelvei. Ezzel szemben a mestersé-
ges nyelvet az ember hozza létre, szabélyai tudatosan tervezettek, ilyenek lehetnek a
programozasi nyelvek, de akar a morze is ide tartozhat. Az NLP lényege olyan méd-
szerek kidolgozasa, amelyek alkalmasak nagy mennyiségl, természetes nyelven
elsallt szoveg elemzésére, célzott informacié kinyerésére és nyelvi tartalom genera-
lasara (Hirschberg-Manning 2015). Ide tartozik a beszédfelismerés vagy a szovegek
szintaktikai feldolgozasa is, de a tarsadalomtudomanyokat a fentiek szellemében
elsésorban az irott nyelvi forradsok szemantikai/tartalmi megkozelitése érinti.

E részteriiletet tobb mas, nem feltétlen szinonim elnevezéssel is illetik, nevezik
példéaul szamitdgépes nyelvészetnek (computational linguistics), automatizalt sz6-
vegelemzésnek (automated text analytics), szévegbanyaszatnak (text mining). Ha
az elnevezések kozotti reldcidokat részletesebben megvizsgiljuk, akkor azt mondhat-
juk, hogy az NLP gyakorlatorientalt, eszkézoket készit, a szamitégépes nyelvészet
pedig a médszer elméleti hitterét adja. Az NLP-t sokszor a mesterséges intelligencia
(AL Artificial Intelligence) aldiszciplindjanak tekintik. Mivel sokszor kognitiv fo-
lyamatok megértésére torekszik, egyes szerzok szerint a kognitiv szamitastechni-
ka (Cognitive Science) diszciplingjaként is értelmezheté (Moreno—Redondo 2016).
Moreno-Sandoval és Redondo (2016) szerint a kiilénb6z6 irott tartalmak elemzését
szovegelemzésnek (text analytics) nevezzik, amely naluk a szévegbanyaszat (text

mining) szinonimdja. Szemléletikben maga a szévegelemzés vagy szévegbanyaszat

6  Lasd: https://www.inf.u-szeged.hu/algmi/kutatas/nlp. Tobbek kozott a Szegedi Egyetem tanszéke is ezt az irasmodot alkalmazza.
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az NLP alkategoérigja. Cikkiik alapjan az NLP eszkoztaraba tartozik a Text Analytics,
ami a Natural Language Understanding, és a Text Mining egy mésik elnevezése.

Ha kiillénbséget szeretnénk tenni az automatizalt szévegelemzés és a szévegba-
nyaszat kozott, azt mondhatnank, hogy a szovegelemzés a szamitégépes nyelvé-
szethez tartozik, mig a szévegbdnydszat egy Ujabb tudoméanyag, amely a statisztika,
az adatbdnydaszat és a gépi tanulds teriiletéhez kapcsolédik szorosan. A szévegba-
nyaszat és az adatbanydaszat rokon teriletek, a f6 kulonbség abban 4ll, hogy utébbi
strukturalt adatokkal dolgozik, mig elébbi strukturdlatlan vagy félig strukturalt
adatokkal. A szévegbanyaszat feladata @j, kordbban azonositatlan informacick fel-
tarasa kilénb6z6 irdsbeli forrasokbdl

A témairant érdekl6déknek ajanlhaté Aggarwal és Zhai sokat hivatkozott dltala-
nos ésszefoglaléja (2012), amely korrekt statisztikai alapokat is atad. A tarsadalom-
tudomdanyokhoz szél Ignatow és Mihalcea kézikényve (2016), amely a kvalitativ és
a kvantitativ médszereket egyarant tirgyalja, tankonyvszer(, alkalmazasorientalt
megkozelitésben, dttekintést adva az aktuélisan elérhetd adatforrasokrol, program-
nyelvekrél, szoftvercsomagokrol, elemzési médszerekrdl’. Evans és Aceves (2016)
kival6 tanulmdanya a tirsadalomtudomaényok felsl kozelit, és a tdrsadalomtudoma-
nyi tudas létrehozasinak kontextusaban, a kvalitativ eszkézokkel val6 egyuttm-
kodés lehet6ségében vizsgalja az NLP Gj mddszereit. Cikkiinkben mi is felhasznal-
tuk ezeket a munkdakat. Magyar nyelven a Tikk Domonkos (2007) altal szerkesztett
alapos, 4m t6bb mint tizéves dsszefoglalé technikai oldalrél ajanlhaté, mig alkalma-
z6i oldalrél a Sebék Miklés éltal szerkesztett kotet (2016), amely politikatudoményi
alkalmazasokra koncentral, de 4ltaldban a tdrsadalomtudomany szdmaéra is kézvet-
leniil hasznalhaté.

Meg kell jegyezni, hogy a tudomdnytertlet rendkivil gyorsan valtozé/fejl6dé
képet mutat. Ennek oka egyrészt a nyelvészet, a nyelvtechnolégia, masrészt a gépi
tanulds rohamos fejlédése. Ennek kovetkezménye példaul, hogy a .hu domain 2003-
as allapotat titkrozé, 18 milli6 letsltott oldalt tartalmazo, barki 4ltal hozzaférhetd
Webkorpusz (http://mokk.bme.hu/resources/webcorpus/) minésége mara elmaradt
ajelenlegi eszkozeink altal elérhet6 mindségtdl, mert a letsltott nyers html-oldalak
feldolgozasdhoz egykor haszndlt eszkozok sokat fejlédtek®. A gépi tanulds gyors
fejlédését mutatja, hogy a fent hivatkozott széveganalitikai munkak egyike sem
tartalmazza még a Mikolov és tirsai (2013) 4ltal fejlesztett és az utébbi 3-4 évben
elterjedt sz6bedgyazasi modelleket (1dsd a kévetkez6 fejezetekben), mikozben ezek

a modellek ma a legnépszertibbek k6z6tt vannak®.

7 Ignatow az Eszak-Texasi Egyetem szociolégusa, az NLP szociolégiai alkalmazasainak egyik ismert alakja.

8 Mivel a Webkorpusz készit6i nem 6rizték meg az eredeti html-oldalakat, csak a feldolgozott valtozatot, igy utdlag ez mar
nehezen javithaté (Indig 2018).

9 A Google Scholaron 25.000 cikk hivatkozza a ,word embedding” kifejezést, mig a mult évezredben is mar létezg, klasszikusabb
topic model”-t csak 36.000 - igaz, felhasznalasi tertleteik nem feltétlendl egyeznek.
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Az automatizalt sz6vegelemzés sajatossagai

Eléfeldolgozds

Ahogy a bevezet6ben mar utaltunk ra, a széveges adatok automatizalt feldolgoza-
sanak inputja nagyban kilénbézik a tarsadalomkutatas klasszikus, jol strukturalt
adatforrdsaitél, mint a standard survey-ek vagy adminisztrativ kézigazgatasi ada-
tok statisztikai elemzésre kozvetleniil hasznilhaté adatbazisai. Réviden, a feladat
specifikussaganak és komplexitdsanak bemutatdsa, illetve a potencialis tirsadalom-
tudomdanyi alkalmazasok tamogatasa céljabdl a kovetkezskben részletezziik ebbsl
a strukturdlatlansigbdl fakadé problémakat/feladatokat. Bar technikainak tiinhet,
mi mégis fontosnak tartjuk ezt az ismertetést, mert éppen ebbdl itélhetd meg ez az
Uj adatforrds mint empirikus bazis kutatdsi érvényessége — hasonléan a survey-hez,
itt is kutatéi dontések sora szitkséges, egy konceptualizicids és operacionalizicids
folyamat eredménye az output.

A szoveges adatbdzisok elérésére/6sszegytijtésére itt nem térnénk ki, annyit em-
litink csak, hogy széveges adatokat gyijthetiink kozvetleniil sajit programmal, el-
érhetjik azokat tartalomgyijté szolgdltatékon keresztiil, illetve léteznek szabadon
elérhet, méasok altal gyGjtott és valamilyen szinten el6feldolgozott korpuszok is. Itt
kell utalnunk az adatgydjtés és -felhasznalas adatvédelmi és adatbiztonsagi oldala-
ra is. A nyers szovegkorpusz 6sszedllitisa utdn az elemzés elsé 1épése egy elemzésre
alkalmas numerikus(!) adatbazis el6allitisa, ezt a 1épést el6feldolgozasnak (pre-
processing) nevezziik. Részben technikai, részben nyelvészeti megalapozasu lépé-
sek ezek, koztiik olyan feladatok vannak, mint a mondatok és a szavak azonositdsa
a szévegben (tokenization), a tartalmatlan szavak, példaul a néveldk eltavolitasa a
szdvegb6l (stop word removal), a szétdvesités (stemming, lemmatization), a széfajok
és mas nyelvészeti kategéridk azonositdsa (part of speech tagging) és a tulajdonne-
vek vagy més névelemek felismerése (named entity recognition) stb.

Mindezekrdl a lépésekrdl 1asd részletesen Ignatow és Mihalcea (2016) 5. fejeze-
tét. Ennek az el6feldolgozdsi szakasznak a specifikdlasa kulcsfontossdgu: a hibdk
javitasa késébb gyakran nagyon koéltséges lehet, igy megéri az elemzés el6tt kezelni
6ket (Rehurek 2011). Az egyes lépések pontos tartalma és sorrendje erésen fiigg az
adott alkalmazastdl is, tehat egyedi kutatéi dontés fiiggvénye. Ritkdn hangsilyo-
zott szempont, hogy ezek a dontések (mivel az egyes lépések kolcséndsen hatnak
egymadsra) befolyasoljék a teljes elemzés eredményét (Denny-Spirling 2018).

A fenti lépésekhez hasznalt megoldasok nyilvan nyelvfiiggsk, hiszen példaul egy
magyar nyelvi széveg szétoveinek azonositdsahoz magyar lexikonra és magyar nyel-
vi szabdlyokra van szitkség. Ezért az NLP-technoldégidk nem univerzalisak, az NLP
adott teriileten torténd alkalmazhatésaga attdl is fiigg, hogy az adott nyelvben milyen
megoldasokat implementaltak méar. Mivel a magyar nyelv agglutinald, elemzése meg-
lehetésen nehéz, és a nyelvtechnoldgiai fejleszté kozosség is nagysagrendekkel kisebb,

mint az angol nyelv esetében, ezért a programok még nem dolgoznak az angoléhoz
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hasonlé pontossaggal. Tobb parhuzamos fejlesztés folyik tobbféle programnyelven (R,
Python, Java) pirhuzamosan. A magyar szamitégépes nyelvészet egyik meghataro-
z6 miihelye az MTA-SZTE Mesterséges Intelligencia Kutatécsoport és annak Nyelv-
technoldgiai Csoportja. T6bb fejlesztés mellett a fenti feladatok elvégzésére alkalmas
Magyarldnc fiz6dik hozzajuk, amely tébb nyelvtechnolégiai megoldas kiindulépontja.
Az egységes és up-to-date megold4st kereséknek egy masik j6 kiindulépont az ,,e-ma-
gyar” rendszer, a Magyar Tudomdnyos Akadémia tdmogatasaval és a Nyelvtudomanyi
Intézet koordinaldsdval létrejott nyelvfeldolgozoé rendszer (http://e-magyar.hu/hu/).
De nem csak a tudomanyos mithelyekben készitenek nyelvfeldolgozé eljardsokat, erre
j6 példa az Orosz Gyorgy 4ltal magyarra iltetett Python csomag, a Spacy (https://
github.com/oroszgy/spacy-hungarian-models).

Az eléfeldolgozas logikaja szinte teljes mértékben megegyezik a survey-es adat-
tisztitdssal. Ez egy sziikséges (bar nem feltétlenul elégséges) lépés az elemzések
elkezdése elstt. Korabban utaltunk r4, hogy az NLP médszerei még elmaradnak a
szovegek teljes tartalmi megértésétdl. Ezt jol alatdmasztja, hogy a legnépszeribb
modszerek nyelvészeti szempontbdl a leegyszertsitett, un. szézsdkmodellt (bag of
words) haszndljak, vagyis nem veszik figyelembe a szavak szoévegbeli sorrendjét,
szintaktikai hierarchidjat, csupan szavak halmazaként kezelik a szovegeket (a tobb-
szor el6fordulo szavakat tobbszor véve). E szézsdkmodellt haszndlva azutan példaul
sz6el6fordulasi gyakorisdgok segitségével dllapitjak meg egy-egy szoveg érzelmi tol-
tetét, vagy tesznek spam-cimkét az e-mailekre. Az e cikkben targyalt modellek ké-
zul egyedul a szébedgyazasi modellek 1épnek tal ezen, az egyes kifejezések kozvetlen

mondatbeli kérnyezetét is szdmon tartva.

Feltigyelt vs. nem feliigyelt mddszerek

Az alabbiakban az NLP tdrsadalomtudomanyi szempontbdl relevans médszereit ku-
tatdsi kérdésiik logikaja szerint kategorizalva mutatjuk be.

Az NLP felhasznalési teriilete eredendéen az informatika hatarteriileteire, a
gépi forditdsra /nyelvfeldolgozasra és az uizleti alkalmazasokra terjedt ki, ebbél ere-
déen a célfeladat leggyakrabban valamilyen predikcié létrehozasa (1asd példaul azt a
kérdést, hogy spam kategéridba sorolhat6-e egy e-mail). A gépi tanulds legfontosabb
célkitiizése ennek megfeleléen olyan hatékony és robusztus algoritmusok el6alli-
tasa, amelyekkel pontos eldrejelzéseket tehetiink. Fontos hangsulyozni, hogy ez a
predikcids cél alapvetSen killonbozik a klasszikus tarsadalomtudomanyi elemzések
céljatdl, hiszen utdbbi célja elsésorban a leirds, magyarazat vagy egyfajta oksagi ha-
tas kimutatadsa. Ez a kiillénbség nem csupan interpreticids eltérés: a hasznilt mo-
dellekre is kihat. A predikciés modellek egy része ugyanis nem is hasznalhaté ma-
gyardzati séma alapjaként, mert egyfajta fekete dobozként miikédik: tudjuk, hogy
jol prediktal, de nem tudjuk, hogy miért prediktal igy vagy tgy — szemben péld4ul
a tdrsadalomtudomanyi magyarazati modellekben klasszikusan hasznilt regresz-

szi6val, amely a regresszids egyutthatok révén fogddzot kinal a predikcié mellett
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annak magyarazatdra is. A predikcié/magyarizat kiillonbség a modellek alkalmazasi
logikéjara is kihat, az el6bbieknél a predikcids teljesitmény, az utébbiaknal a modell
statisztikai illeszkedése értékelendd. Az alabbiakban ezt részletezzik.

A predikciés modellt tekintve a rendelkezésre 4116 hattérinforméacié szempont-
jabol megkiilonboztetunk feligyelt (supervised) és nem feliigyelt (unsupervised)
modszereket. Feliigyelt esetben rendelkeziink bizonyos kategéridkkal, amelyeket
elézetesen mdr ismerunk, és elemeink egy részérél tudjuk, hogy melyik kategéri-
aba tartoznak (felcimkézett adathalmaz). A cél az, hogy Gj (felcimkézetlen) eleme-
ket is be tudjunk illeszteni a kategériarendszerbe, minél nagyobb pontossiggal. Ha
példaul szakért8k egy ujsdg valamennyi cikkét bekategoriziltik témacsoportok
szerint, akkor ezt az informaciét felhaszndlva megjésolhatjuk azt, hogy a be nem
kategorizalt cikkek melyik csoportba tartoznak. Ehhez valamely statisztikai eszkoz
segitségével létrehozunk egy elérejelzé modellt, amely megprébal a szakértdk altal
hozott dontések mogotti nyelvi mintdzatot taldlni, majd e mintdzatokra alapozva
automatizalt médon hozzarendeli a témat a be nem kategorizalt cikkekhez. Erre a
modellezésre hasznalhatjuk példaul a klasszikus médszertanbdl ismert logisztikus
regressziot vagy dontési fakat, de akdr valamilyen neurédlishilé-alapi megkozelitést
is. Els6dleges fontossagu szempont, hogy tudnunk kell értékelni a modell el6rejelzé
képességét azért, hogy (1) informdciénk legyen a jovében varhaté predikciés képes-
ségérdl, valamint (2) kivalaszthassuk a legjobb modellt.

A modell elérejelzé képességének értékelése nehézségekbe titkozik, mivel az nem
végezhet§ el egyszerlien az adott adatbdzisunkra illesztett modell értékelésével, hi-
szen annak miikédése nem tiikr6zi hlien egy masik, kils6 adatb4zison varhaté mu-
kodését (nyilvan azért, mert éppen az adott adatbazishoz leginkabb illeszked$ mo-
dellként definidltuk). Mivel 4ltaldban nincs lehet6ségiink egy kilsé adathalmazon
tesztelni a modell sikerességét, ugyanezt a sajat adatbazist kell hasznalnunk érté-
kelésre is, leggyakrabban az un. keresztvalidalasi logikdval (ezt gyakran hasznaljak
a klasszikus statisztikdban mashol, péld4ul az orvostudomanyban, a diagnosztikus
tesztek értékelésében). Ahogy azt az 1. dbra mutatja, a felcimkézett adathalmazt
kettéosztjuk tanuld- és validiciés adathalmazra (training/validation data set). A
kulénb6zé modelleket a tanulémintan illesztjik (itt kapjuk meg példaul a logisz-
tikus regresszié egyiitthatéit), majd a validaciés mintan értékeljiik a teljesitményt
aszerint, hogy a korabban kapott egyiitthatékkal definialt logisztikus regressziés
modell milyen pontossaggal sorolja be helyesen az Gjsdgcikkeket. Ez a helyes besoro-
lasi ardny a legegyszeriibb, pontossag (precision) elnevezési teljesitményértékelési
mutatd. Ez a f4zis az ugynevezett tanuléfizis.

Ezutan a kovetkeztetési (inference) fazisban a legjobbnak bizonyult modellt Gj
ujsagcikkek besoroldsira hasznaljuk anélkil, hogy ehhez humin szakértét kellene
igénybe venniink - azaz fel nem cimkézett Gjsagcikkeket litunk el automatikusan

kategériacimkével.
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1. abra. A feligyelt osztdlyozds logikdja: a modellezés fdzisai és adathalmazai (sajat

szerkesztés)
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Felcimkézetlen adatok Tesztadatok

A felugyelt médszerek kozé tartozik a klasszikus tdrsadalomkutatdsban ismert
minden regresszidtipus (hiszen ismert a fuggs véltozé értéke), a dontési fa, a
diszkriminanciaelemzés és az NLP-ben gyakran hasznalt, de a klasszikus médszer-
tanban nem szerepl6 Random Forest, Naive Bayes, Support Vector Machine (SVM)
vagy a kiillénb6z6 neurélis haldk is (e modellekrsl bévebben lasd Ignatow—-Mihalcea
2016). Ezek kiillonb6zé elényokkel rendelkeznek, amelyek mindegyike a Big Data-
feladatnak valé megfelel6ségre vezethet$ vissza: vannak koztik példaul nem pa-
raméteresek, olyanok, amelyek nem igényelnek eloszlasfeltételeket, nem szoritjak
meg a fiiggd és a fiiggetlen valtozok kozotti fuggvénykapcesolatot, alkalmazhaték
nagyon sok magyarazé valtozé esetén is.

A nem felugyelt médszerek esetén nincsen elézetes ismeretiink, nincsenek ko-
rabban felcimkézett eseteink. Klasszikus, a tarsadalomkutaték szamara is ismert
nem feliigyelt médszer a klaszterelemzés: nincs el6zetes informaciénk a klaszterek
szamarol, és egyetlen esetnek sem ismerjiik a klaszter-hovatartozasat. A nem fel-
ugyelt médszereket az NLP-ben hagyomanyosan tébbek kozott technikai célokra
- példaul szinonimék felderitésére — hasznaljak, 4m szdmos tartalmi modell is t4-
maszkodik a médszerre, igy példaul a késébb targyalt topikmodell is.

Evans és Aceves (2016) a feliigyelt és nem feliigyelt médszerek kulénbségét ab-
ban ragadja meg, hogy mig az el6bbiek meglévé elméleteket vizsgalnak j adatokon,
addig az utébbiak ismeretlen mintadzatok felderitését célozzak j elméletek létreho-
zasa érdekében. Ez a néz6pont sok esetben helytills, de nem &ltalanosithat6, hiszen
példdul egy nem felugyelt klaszterelemzés mar a relevans hattérvaltozok kiviloga-
tasdnal igényel elméletet. Péld4ul a strukturakutatdsban a hattérviltozok kivélasz-
tasat az hatarozza meg, hogy elméletiink szerint milyen dimenziék mentén tagolé-
dik a magyar tarsadalom, mikézben a feltart klaszterek nyilvin Gjat adnak hozza az

elmélethez.
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Potencidlis kutatdsi kérdések

A tovabbiakban az NLP tarsadalomtudomanyi szempontbdl relevans médszereit ku-
tatasi kérdésitk szerint csoportositva mutatjuk be. Ez a targyalasmdéd tehat a tarta-
lomra fékuszél, mig az el6z6 fejezet a kutatdsi logikara alapozott, igy a két csoporto-

sitas atfedi egymast: létezik péld4ul felugyelt és nem feliigyelt szentimentelemzés.

Szentimentelemzés, emdcidelemzés

Ezek a moédszerek a szoveg szerzdjének egy targgyal kapcsolatos &lldspont-
jat vizsgaljak. Tipikusan a szerz$ attitidjének, véleményének, értékelésének
(szentimentelemzés) vagy a targgyal kapcsolatos érzelmi megnyilvinuldsanak
(emocidelemzés) megtaldlasat célozzdk. A szentimentelemzés (mdsik, ritkdbban
hasznalt magyar nyelvi kifejezéssel értékeléselemzés) a véleményeknek altaldban
csak a polaritdsat (példaul negativ, pozitiv, semleges) hatdrozza meg, mig az emé-
cidelemzés (lasd még érzelemelemzés) olyan alapérzelmeket kiilonbéztet meg, mint
példaul a félelem, az undor, az 6rém vagy a harag. Meghatarozott szamu kategéridba
valé besorolds a feladat, tehat egy osztalyozasi probléméardl van szé.

A szentiment- és az emocibelemzés az tizleti szféra talan legnépszeriibb NLP-
modszere, hasznaljak példaul a kozosségi média hozzaszélasaiban adott, a céggel vagy a
cég bizonyos termékeivel, mozifilmekkel stb. kapcsolatos vélemények detektaldsira. Az
ut6bbi idében megjelentek tdrsadalomtudomanyi alkalmazédsok is. Martins és szerz6-
tarsai (2018) célja a gytlsletbeszéd detektalasa volt a kozosségi média adataiban. Ez tipi-
kusan feliigyelt klasszifikdciés feladat, vagyis a szakérték altal kordbban két kategéridba
(gytloletbeszéd/nem gytlsletbeszéd) sorolt sz6vegek alapjan alkotnak osztalyozé algo-
ritmust. Martinsék Gjitdsa az volt, hogy a szévegek érzelmi téltetére vonatkozé infor-
macidt is bevontdk a modell magyarazé valtozdi kozé, ami igy sokkal jobban teljesitett.

Ezeken az elemzéseken beliil is létezik felugyelt és nem feliigyelt megoldas. Fel-
igyelt esetre egyszert példa, amikor a korabbi, ujsagcikk-besorold példank analégia-
jara megint felcimkézett adathalmazt hozunk létre ugy, hogy tesztalanyokat kériink
fel mozikritikdknak a hirom szentimentpolaritasi tipus egyikébe valé besorolaséra,
majd predikciés modellt hozunk létre a segitségiikkel, amely a jovében automatizal-
tan tudja monitorozni egy-egy Gj film fogadtatasat.

A nem feliigyelt elemzés legegyszer(ibb megoldasa a sz6tdralapi médszer. Ilyen-
kor az adott nyelvre érvényes szentiment-, illetve emdcidészétart hasznilunk. A
szotdrak egy részében az egyes szavak polaritdsa van meghatdrozva, mint a 7 600
kifejezést tartalmaz6 Magyar Szentiment Lexikonban (Szabé 2014), ahol példaul a
ymegkukul” negativ, az ,6sszefog” pozitiv téltetd kifejezésként van besorolva. Mas
szotdrakban a szavak szentimentje egy 0-100 pozitivitasi skalan értékelt, ilyen le-
xikont hasznal pl. a hedonometer.org az USA Twitter-szentimentjének kovetésekor.
A teljes szoveg szentimentjének/emdcidjanak meghatarozasa az azt alkot6 szavak
sz6tarbél vett besoroldsan alapul (bizonyos mddszereknél a szavak kérnyezetét,

szo6fajét stb. is figyelembe véve), valamilyen aggregal6 médszert alkalmazva.
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Alegtjabb nem feliigyelt megolddsok mélytanulds-alapuak (deep learning), ilyen
példaul dos Santos és Gatti szentimentelemzése (2014). Ennek el6nye, hogy a fel-
adat szempontjabodl relevans komplex mintazatok felismerését tamogatja. Ezek a
modellek mar nemcsak a szavak szintjén vizsgalédnak, hanem a mondat szintjét is
figyelembe veszik az elemzés soran, ami péld4ul a tagadé szerkezetek felismerését
tamogatja. A kutatasi gyakorlatban egyre elterjedtebbé vilnak azok a megoldasok is,
amelyek teriilet- és idéspecifikus szétarak épitését tamogatjik. Jé példit nyujt erre
Rice és Zorn (2019) tanulmdnya. A szerz6k munkajukban bemutatjak, hogyan valto-
zott egyes szavak idébeli érzelmi toltete, vagy mennyiben kiilénbézik ugyanannak a

szénak az érzelmi toltete kiillonb6zd teriileteken.

A ldtens tartalom elemzése

A tanulmany korabbi részeiben elsésorban klasszifikaciés problémakat targyaltunk
egyrészt népszertségik miatt, masrészt azért, mert kénnyen érthetéek, hiszen a
kapcsolédo kutatési kérdés (besorolds) és médszer (példaul regresszid) a klasszikus
kvantitativ tdrsadalomkutatasi modszerek haszndléi szamara is ismer6s. A klasz-
szifikdcién tal egy masik 4ltalanos, a tarsadalomkutatds szdméara fontos potenci-
alt jelent6 kutatasi kérdés a szovegek latens tartalmanak kinyerése. Ennek harom

legismertebb mddszere a klaszterelemzés, a topikmodell és a szébedgyazasi modell.

Klaszterelemzés

Aklaszterelemzés nem egyetlen modell, hanem osztélyozasi algoritmusok 6sszessé-
ge, amelyeket a kutatdsi kérdés kot 6ssze: bizonyos jellemzk szerinti hasonlésaguk-
kulénbozbségiik alapjan soroljdk be csoportokba a vizsgalt egyedeket (itt: szévege-
ket). J6l ismert médszer a tarsadalomtudomanyokban is, igy példaul a struktaraku-
tatdsban hagyomanyosan klaszterelemzés segitségével detektalunk statuszcsoport-
jellegti rétegeket, leggyakrabban gazdasagi-kulturilis jellemz6ik alapjan. Nincsenek
a priori ismert kategériadk, csoportok, sét altaldban a csoportok szima sem ismert
el6zetesen. A csoportképzés magabol az adatbdzis sajatossagaibdl indul ki, és a jel-
lemz6ik szerint hasonlé szévegek keriilnek ugyanazon csoportba. A szévegek kozot-
tihasonlésagot legegyszeribb esetben az altaluk tartalmazott szavak alapjan (ismét
sz6zsdkmodellt alkalmazva) definidlhatjuk. Ennek megfeleléen a klaszterelemzés
nem feliigyelt logikat kévet (megjegyezziik, hogy a priori ismert csoportok esetén
léteznek felugyelt klaszterezési eljarasok is). Mivel tarsadalomtudés olvaséink ko-
z6tt vélhetGen sokan ismerik a klaszterelemzés vektortér-reprezentacidjat, réviden
utalunk rd, hogy a szovegek klaszterezése is hasonléan toérténik, egy olyan sokdi-
menzids vektortérben, ahol a tengelyek az egyes szavaknak felelnek meg, mig a vek-
tortérbeli pontok a szévegeknek, amelyek elhelyezését az hatdrozza meg, hogy az
adott sz6 hanyszor szerepel a szévegben. A szévegek/dokumentumok klaszterezése

e vektortérben a tavolsaguk/kozelségik altal meghatarozott csoportokon alapul
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(lasd a 2. abrat), a lehetd leghomogénebb csoportok létrehozasara téreksziink, ame-

lyek egymastdl a lehetd legnagyobb tavolsagra vannak.

2. dbra. Dokumentumok klaszterelemzése vektortérbeli elhelyezkedéslik alapjan

5)
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A szévegbanyaszati alkalmazasokban a klaszterelemzés célja a sz6veghalmazunk-
ban rejlé struktira felismerése, a dokumentumok csoportokba rendezése. Uzleti
felhasznalasai kozil példdul az ajanlérendszerek emlitheték, amikor az adott fel-
hasznalénak kiajanlott terméket a vele egy klaszterben levé felhasznalék fogyasz-
tasi preferencidira épitjiik.

Topikmodellek

A topikmodellek (Blei-Lafferty 2009) olyan automatizalt eljarasok, amelyek célja do-
kumentumgytjtemények (példaul valamely online média cikkei) téméinak azonosi-
tasa. A modell moégott intuitive az a megfontolds all, hogy létezik a témédknak egy
véges halmaza, amelyben a témdk statisztikailag az adott nyelv kifejezésein értel-
mezett valdszintiségeloszlasként definidlhatdk. Példaul a sportrdl sz616 cikkekben a
,gybztes” sz6 el6forduldsanak nagyobb a valésziniisége, mint az ,,inflicié" sz6énak,
mig a gazdasagi témaju cikkekben ez éppen forditva van. A dokumentumok néhany
topik keverékeként azonosithatok, példaul egy stadionépitésrél sz6l6 cikk 80%-ban
gazdasdgi, mig 20%-ban sporttémat dolgozhat fel. Ezek a mogottes topikok aztan a
hozz4juk tartozé sz6-valészintségeloszlashoz igazodva generéljak a dokumentumo-
kat (1asd a 3. abrat). Itt is sz6zsdkmodellt alkalmazunk, a dokumentumoknak csak a
szogyakorisag-eloszldsat vizsgaljuk. Ez a megkozelités a survey-logikan belul legin-
kabb a modellalapu klaszterezésekhez van kozel, elsésorban a véges kevert modell
illesztésekhez (més néven latens profilelemzés).

A topikok szama és tartalma a priori nem ismert, tehat ez is egy nem felugyelt
modszer. Akarcsak a k-kozép klaszterezés esetén, itt is a modell bemend paramétere
a topikok szama (K), és az optimalis topikszdm megvélasztdsa tobbféle K mellett
illesztett modell kézil a ,legjobb” modell'® kivalasztasan alapul. A modell interp-
retaciéjdban a K értéke mellett a topikok val6szintiségét (népszeriiségét), az egyes

10 A ,legjobb” modell kivalasztasa minden NLP-modszer, de leginkabb a nem felligyelt médszerek esetén (amilyen a topikmodell
is) nagy kihivas, és tobbfajta megoldasi javaslat létezik.
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topikokhoz tartozé széeloszlast (példaul a legvaldszinibb tiz sz6 listdjat), illetve a

topikok ,keveredési” hajland6sagat értelmezzik.

3. dbra. Dokumentumok létrejétte a topikmodell feltevései szerint

ATOPIKOKHOZ  1.s5260.01 1. 526 0.002 1.526 0.05 1 szé] 0.001
TARTOZO 2.526 0.03 2.526 0.01 2.5260.02 2.5760.03

SZAVAK 3. 526 0.005 3.526 0.02 3.526 0.01 3.526 0.02
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A topikmodellek az utébbi években gyorsan fejlédtek. Blei, Ng és Jordan (2003) irt
elészor a latens Dirichlet-allokaciérél (Latent Dirichlet Allocation, LDA), amely az
egyik legismertebb topikmodellezési eljards. Az elnevezése a modell azon matemati-
kai feltevésébél ered, hogy a dokumentumonkénti topikeloszlas Dirichlet-eloszldst
kovet. Az eloszlast tgy hangoljak, hogy a topikok keveredését minimalizaljik. A
topikok széveggeneralé mechanizmusara vonatkozé el6feltevések mint megszori-
tasok mellett a modelliinkre bizzuk, hogy a szévegekben jellemzé tartalmi strukta-
rakat taldljanak. J6 példa erre Barna és Knap (2019) tanulménya. A szerzék topik-
modellel elemezték, hogy a kuruc.info ,zsidé” sz6t tartalmazé cikkei tartalmilag
tipikusan milyen témékra/topikokra bonthatdk, igy azonositottak pl. a faji alapt, a
vallasi alapt vagy az 6sszeeskiivésre épiil6 topikokat.

A fenti modellnek tobb kiterjesztése 1étezik, ezek kozé tartoznak péld4ul a korre-
1alt topikmodellek (correlated topic models), amelyek a topikok szévegbeli egyiittes
eléforduldsat modellezik (Blei-Lafferty 2007), a dinamikus topikmodellek (dynamic
topic models), amelyek a topikok idébeli valtozasat vizsgaljik (Blei-Lafferty 2006),
illetve a szerz6-topikmodellek (author topic model), amelyek a szévegre vonatkozé
metaadattal (példaul szerzéségi informdciéval) egészitik ki az alapmodellt (Rosen-
Zvi et al. 2008). A topikmodellezés a tirsadalomtudomanyban széles felhasznalasi
spektrummal rendelkezhet. Elemezhetjik barmely, a digitalis tdrsadalmi térben
megjelend csoport (adott politikai platformhoz tartozok, adott betegségben szen-
vedék, adott tudomanyos folyédirat szerzéi) megnyilvanuldsainak tematizaciéjit, a
témak népszerliségvaltozasit, a témak tartalmanak valtozasat stb. A hagyomanyos
kérdéives médszert alkalmazé kutatoknak is segitségére lehet a kérdéiv nyilt kérdé-

seire adott valaszok elemzésében.
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Szdbeagyazasi modellek

A szobeagyazasi modellek (word embedding models) a vizsgalt korpusz latens sze-
mantikai strukturajanak reprezentaldsara szolgald, a gépi tanuldsban elterjedt ne-
uralis hal6kat haszndlé médszerek. Néhdny éves multra tekintenek vissza, népsze-
riségitk nagy ttemben né. Tébbféle technikai megvaldsitdsuk létezik (Mikolov és
munkatarsai [2013] word2vec modellje az els6 ezek koziil), az aldbbiakban intuitiv
lényeguket igyekszunk bemutatni.

A modell, leegyszerisitve, a korpuszunk szavainak vektortér-reprezentaciéjit
adja, ahol a vektortérben egy vektor egy szénak felel meg (ldsd a 4. dbra leegyszeri-
sitett haromdimenzios terét), a szavak elhelyezkedését pedig a jelentésiik hatarozza
meg. Az egymashoz kozel es6 szavaknak a jelentése is kozel esik egymashoz. Itt a
széjelentés a szé hasznalatdval azonositott fogalom, konkrétabban a szavak mon-
datbeli el6fordulasanak sziik kérnyezetét (dltaldban a sz6t megel6z6, illetve kovetd
3-10 szo6t) veszi figyelembe a modell. Aszerint kerul kézel vagy tavol egymastol két
sz6 a vektortérben, hogy mennyire egyezik meg ez a kérnyezet a korpuszunkban.
A koérnyezeten beltl nem vizsgél sorrendiséget, egyszer( szézsikként kezeli azt. A
vektortér dimenzidjat, amely altaldban néhidny szaz korul van, az hatdrozza meg,
hogy a mégottes neuralishalé-modell hany dimenziéban képes elég jél reprodukélni
az eredeti haszndlati kornyezeteket — vagyis tulajdonképpen egy dimenziécsokken-
t6 eljarasrél van sz6, amely az eredeti komplex teret, ahol minden sz6 6n4allé dimen-
zi6t jelenit meg, egy kisebb, néhany sziz dimenziés térbe dgyazza bele. A dimenzi-
6knak, tengelyeknek nincs kozvetlen interpretalhatésiga.

A vektortérben két sz6 jelentési kozelségét a nekik megfelelé vektorok altal be-
zart szog nagysaga (pontosabban 4ltaldban annak koszinusza) segitségével hataroz-
zdk meg. Lasd a 3. dbrat: a ,matek” és a ,matematika” sz6 egészen kis szoget zar be,
hiszen a hasznalati sz6vegkoérnyezetik csaknem megegyezik, és a ,fizika” is kozel
van hozzdjuk (kozelebb a ,matematika” sz6hoz), hiszen sokszor szerepelnek hasonlé
kornyezetben. Fontos hangsilyozni, hogy e hasznalatalapa definiciébdl kovetkezo-
en a vektortér nem a szavak jelentésének hasonlésdgin, hanem a szavak jelentésé-
nek kapcsolatan alapszik. A ,férfi” és a ,né” sz6 példaul nincs nagyon nagy tavolsag-
ra egymastol, hiszen gyakran szerepelnek hasonlé kérnyezetben a mondatainkban.
Ennek a ,disztribuciés szemantikdnak” a lényege, hogy a sz6jelentést nem a szavak
és a ,val6sag” elemeinek kapcsolatira alapozza, hanem azt a szavak hasznalat4val
azonositja; a megkozelités legkorabbi nyelvfilozéfiai reprezentdnsai Wittgenstein
1930-as évekbeli munkai.

A modell altal létrehozott vektortér (Garg és munkatarsai [2018] példdival) ké-
pes tehat szemantikai kapcsolatok megragadasara (a foglalkozasok neve példaul ko-
zel van egymashoz), j6l elkiilonitheték benne jellegzetes szocsoportok (a néi jellegi
foglalkozasok, mint a ,tdncos” és a ,haziasszony” elkiilénilnek a férfiasaktol, mint
az ,acs” és a ,mérnok”). Ennek a vektortérnek énmagaban is van szociolégiai rele-

vancidja: Magu és Luo (2018) Twitter-szévegeken végzett gytiloletbeszéd-kutatdsa-
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ban példaul eléitélettel syjtott csoportokat (feketéket, zsidokat, mexikoiakat) jelols
eufemisztikus kddszavakat azonositott mas, ismert kédszavakhoz valé vektortér-
beli kézelségiik alapjan.

De akozelség-tavolsag értelmezésénél is tovibbmehetiink. A vektortér jol teljesit
anal6gias teszteken is, példaul a f6varos relacidt egy orszag és févarosa kiilonbségé-
vel megadva vélaszt kaphatunk a , Mi Oroszorszag f6varosa?” kérdésre:

Ilyenkor a megfelel vektortérelemeket tekintve Moszkva ugy adédik, hogy megke-
ressiitk az egyenlet fenti megoldasahoz legkézelebbi vektort. Elég nagy (t6bb szdzmilli6
sz6t tartalmazo) korpuszokon tanitva a modell jél miikédé vektorteret ad ilyen anals-
gias teszteken (vagyis az egyenlet jobb oldaldhoz legk6zelebbi vektor valéban Moszkva
lesz). A vektortér teljesitményét altaldban is ilyen analdgias teszteken értékelik, léteznek
tobb szaz kérdésbdl 4ll6 tesztbazisok, lasd példaul Kozlowski et al. 2018.

A fenti anal6gidk nem csak technikai példakon miikédtethetdk: feltehetd példdul a
kérdés, hogy van-e az altalunk vizsgilt korpuszban a foglalkozdsneveknek a nemi kii-
lénbségeket reprezentalé nyelvhasznalati kiilénbsége. Ehhez példaul fel kell tennink
a kérdést, hogy mi az a foglalkozas, amit igy kapunk a ,,programozébdl”, hogy ugyan-
olyan irdnyba és tavolsagra toljuk el, mint amilyen eltoldssal a ,férfib6l” a ,nét” kap-
juk (lasd a 3. 4brat). Vajon példaul az ,adminisztratort” kapjuk-e? Vagyis vajon van-e
a vizsgalt korpuszban olyan nyelvhasznalati jelleg, amely a programozékat inkdbb a
férfiakhoz, az adminisztratort inkabb a nékhoz kapcsolja? A tdrsadalomtudds olvasé
szdmadra itt mar vélhet8en nyilvdnvalé, hogy ezek a szébedgyazasi modellek figyelem-
re mélto kulturélis-tdrsadalmi tudast tartalmaznak. Garg és munkatarsai (2018), va-
lamint Kozlowski és munkatarsai (2018) példaul amerikai korpuszokat vizsgalva t6bb
mint 100 éves intervallumon statuszalapt, tadrsadalmi nemi szerepekkel kapcsolatos

és kulturélis trendeket volt képes detektdlni a médszer hasznalatdval.

4. adbra. A szavak jelentésbeli hasonldsdga, illetve jelentésanaldgidk megjelenése a

szobedgyazdsi modell vektortér-reprezentacidjaban
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Osszefoglalas

A tarsadalomtudomany folyamatosan véltozik és fejlédik. Ez egyrészrédl Gj témak
vizsgalatat és klasszikus témak tjrafeldolgozdsit jelenti, de ugyantgy 4j médszerek
felfedezését és integraldsat is a tarsadalomkutatdsi kanonba. Az elmult par évtized
gyokeresen megvaltoztatta a tarsadalomkutatoék altal felhaszndlhaté médszertani
és statisztikai apparatust. A 30-40 éve még csak a , kivalasztottak” dltal alkalmazott
nagy szamitdsigény statisztikai szamolasok a 90-es években egyre inkdbb minden-
ki szdmara elérhetévé véiltak az asztali szamitogépek elterjedésével és a statisztikai
szoftverek kommercializdlédasaval. A digitalizicié tovabbgytriizése pedig tovabb
erésitette ezt a folyamatot, a tdrsadalomtudomaényon beliil (is) egyre inkabb teret
nyer(t) a Big Data paradigma. A szévegelemzés, a szovegbanydszat elsésorban a no-
vekv{ digitalizdcié miatt valik egyre fontosabb vizsgalati tereppé.

A tanulmanyban arra koncentraltunk, hogy a megkozelités milyen lehetésége-
ket teremt a tdrsadalomtudomdany szamadra. Az irott szévegek fontos lenyomatai
az emberek gondolkodasanak. Ezért azokban a kutatdsi témdakban, amelyekben
els6sorban a (kéz)gondolkoddsnak, az emberi viselkedésnek a megértése a cél,
nagy hasznot hozhat a kvantitativ szévegelemzés. Diszkrimindcid, gyiloletbeszéd,
egyenldtlenségek — mind-mind olyan témak, amelyek sokszor akar rejtetten, de
megjelennek az irott kommunikdciéban is. De a kultira-, a szabadidé-, a zeneszo-
cioldgia is sokat profitdlhat a szévegelemzésen alapulé kutatdsokbol. Nem véletlen,
hogy a kultturaszociolégia egyik vezetd lapja, a Poetics mar 2013-ban kiilénszamot
szentelt a topikmodellezésnek (14sd tébbek kézott McFarland et al. 2013). De az id6-
dimenzi6 is megjelenithetd: a kordbban mar hivatkozott tanulmanyok (Garg et al.
2018; Kozlowski et al. 2018) 100 év tavlatiban elemeznek tiarsadalomtudomanyi
tendencidkat igen nagy sikerrel. Az ehhez hasonlé torténeti vizsgalatok tere is ki-
szélesed6ben van, hiszen nemcsak a ,born-digital”, hanem a digitalizilt szovegtarak
spektruma is folyamatosan né. Hazai példa erre a Kadar-korszak vizsgalata a Pdrt-
élet cim1 Gjsagon keresztil (Szabé et al. 2019). Ezeket a munkakat tdmogatjik az
olyan projektek, mint a Google Books Library 6ridsi volument vallalkozasa, amely
az 1500-as évektél digitalizalja az (els6sorban angol nyelvii) konyveket. Magyaror-
szagrél az Arcanum folyédirattara emlithet6 meg ennek kapcsan.

A szovegelemzési mdédszerek nem helyettesitéi, hanem kiegészit6i a klasszikus
kvantitativ tdrsadalomkutatasi eszkozoknek. A kérdéives vizsgdlatok precizen ki-
dolgozott mddszertana alapvetéen megbizhaté és érvényes tudast nyujt. A kvanti-
tativ szovegelemzés viszont képes lehet olyan kérdések megvélaszolasdra is, ame-
lyek a survey-ekbél nem vagy csak nagyon nehezen és kozvetve megvalaszolhatok.
Ezért mi a mddszer jelentds tdrsadalomtudomanyi felfutasit varjuk a kozeljovében.
Ugyanakkor — ahogy irdsunk is mutatta — a mddszer belépési kiszébe viszonylag
magas, Uj médszertani/programozdi tudast igényel. Erre vagy az empirikus tudés
onképzés utjan valé megszerzése (és az 4j tarsadalomtudds-generacidk szdméra a

tarsadalomtudomanyi képzésekbe vald integrildsa), vagy interdiszciplinaris kuta-
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técsoportok alakitdsa lehet a vdlasz. Tanulmanyunkkal ezekhez a komoly tudoma-

nyos befektetést igényl6 dontésekhez prébaltunk érveket szolgaltatni.

Abstract: In our paper, we present an overview of Natural Language Processing (NLP) methods, which
developed parallel with the spread of ‘Big Data’ paradigm. We present the most promising methods
for social sciences, the specific research questions they can answer and the methodological features
that distinguish them from classic quantitative methods. These methods go far beyond classic
quantitative text analysis based on simple word frequencies. Their modelling logic arises from machine
learning methods; hence, it is substantially differing from the classic social science logic that seeks for
explanation and casual effects. Our goal is to inspire Hungarian social scientists by providing an insight
into a less-institutionalized area, since we believe that at an international level, text mining will be a

standard method for empirical social science research within a few years.

Keywords: quantitative text analysis, natural language processing, textmining, computational text

analysis
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