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Az alábbi feltételek érvényesek minden, a Központi Statisztikai Hivatal (a továbbiakban: KSH)  
Statisztikai Szemle c. folyóiratában (a továbbiakban: Folyóirat) megjelenő tanulmányra. Felhasználó a 
tanulmány vagy annak részei felhasználásával egyidejűleg tudomásul veszi a jelen dokumentumban 
foglalt felhasználási feltételeket, és azokat magára nézve kötelezőnek fogadja el. Tudomásul veszi,  
hogy a jelen feltételek megszegéséből eredő valamennyi kárért felelősséggel tartozik. 

1. A jogszabályi tartalom kivételével a tanulmányok a szerzői jogról szóló 1999. évi 
LXXVI. törvény (Szjt.) szerint szerzői műnek minősülnek. A szerzői jog jogosultja a KSH. 

2. A KSH földrajzi és időbeli korlátozás nélküli, nem kizárólagos, nem átadható, térítésmentes fel-
használási jogot biztosít a Felhasználó részére a tanulmány vonatkozásában. 

3. A felhasználási jog keretében a Felhasználó jogosult a tanulmány: 
a) oktatási és kutatási célú felhasználására (nyilvánosságra hozatalára és továbbítására a 4. pontban 
foglalt kivétellel) a Folyóirat és a szerző(k) feltüntetésével; 
b) tartalmáról összefoglaló készítésére az írott és az elektronikus médiában a Folyóirat és a szer-
ző(k) feltüntetésével; 
c) részletének idézésére – az átvevő mű jellege és célja által indokolt terjedelemben és az erede-
tihez híven – a forrás, valamint az ott megjelölt szerző(k) megnevezésével. 

4. A Felhasználó nem jogosult a tanulmány továbbértékesítésére, haszonszerzési célú felhasználásá-
ra. Ez a korlátozás nem érinti a tanulmány felhasználásával előállított, de az Szjt. szerint önálló 
szerzői műnek minősülő mű ilyen célú felhasználását. 

5. A tanulmány átdolgozása, újra publikálása tilos. 
6. A 3. a)–c.) pontban foglaltak alapján a Folyóiratot és a szerző(ke)t az alábbiak szerint kell feltüntetni: 

„Forrás: Statisztikai Szemle c. folyóirat 100. évfolyam 6. számában megjelent Ágoston Norbert által írt, 
’Mesterséges intelligencia és gépi tanulási módszerek a vállalati fizetésképtelenség becslésére’ 
című tanulmány (link csatolása)” 
7. A Folyóiratban megjelenő tanulmányok kutatói véleményeket tükröznek, amelyek nem esnek  
szükségképpen egybe a KSH vagy a szerzők által képviselt intézmények hivatalos álláspontjával. 



STATISZTIKAI SZEMLE, 100. ÉVFOLYAM 6. SZÁM 584–609. OLDAL DOI: 10.20311/stat2022.6.hu0584 

Ágoston Norbert 

Mesterséges intelligencia és gépi tanulási módszerek 
a vállalati fizetésképtelenség becslésére* 

Artificial intelligence and machine learning methods  
to estimate firm insolvency 

ÁGOSTON NORBERT, 
a Pécsi Tudományegyetem PhD-hallgatója, 
a Magyar Tudományos Akadémia–Pécsi Tudományegyetem Innovációs és Gazdasági  
Növekedés kutatócsoport Eötvös Loránd Kutatási Hálózat tudományos segédmunkatársa 
E-mail: agoston.norbert@ktk.pte.hu 

 
A gazdasági társaságok, a pénzügyi intézmények és a biztosítók vezetőit folyamatosan fog-

lalkoztatja vállalati ügyfeleik fizetőképessége. A fokozott elemzési igény és a megnövekedett 
számítástechnikai kapacitások lendületet adnak a hagyományostól eltérő módszerek elterjedésének. 
A szerző vállalati fizetésképtelenség-vizsgálatának fókuszában Pécs, valamint Budapest városrégió 
kis- és középvállalatai állnak. A tanulmány betekintést nyújt a mesterséges intelligencia és a gépi 
tanulási módszerek használatába; a neurális háló, az ún. szupportvektorgép módszerek (support 
vector machine, SVM), valamint a zsákolás (bagging) és a véletlen erdő (random forest) metamód-
szerek több szempontú összehasonlító elemzését foglalja magába.1 A magyarázó változók fontos-
ságának értékelésével kísérletet tesz a „fekete doboz” jelenség feloldására és a legjelentősebb 
pénzügyi magyarázó változók feltárására. 

 
TÁRGYSZÓ: fizetésképtelenség, csődelőrejelzés, gépi tanulás 

 
Company managers, financial institutions and insurers are constantly concerned about the 

solvency of their corporate clients. The increased demand for solvency analysis and higher compu-
ting capacity are driving the adoption of non-traditional methods. The present study examines firm 
insolvency from a geographically concentrated perspective, focusing on small and medium-sized 
enterprises in the Pécs and Budapest city regions. It builds on artificial intelligence and machine 
learning methods and provides a comparative analysis of several aspects of neural network, SVM, 

 
* A szerző köszönetét fejezi ki a Pécsi Tudományegyetem Regionális Innováció- és Vállalkozáskutató 

Központ (Regional Innovation and Entrepreneurship Research Center, RIERC) munkatársainak, akik elősegítet-
ték és támogatták a kutatás létrejöttét. 

1 A tanulmányban a továbbiakban a magyar nyelvű szakirodalomban elterjedt bagging (bootstrap  
aggregating), valamint AdaBoost (adaptive boosting) elnevezést használjuk.  
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bagging, and random forest meta-methods. The authors finally attempt to open the ‘black-box’ 
phenomenon by assessing the importance of explanatory variables and identifying the most signifi-
cant financial explanatory variables. 
 
KEYWORD: insolvency, bankruptcy prediction, machine learning 

A számítástechnikai kapacitások napjainkban már lehetővé teszik a gépi tanu-
lási eljárások széles körű alkalmazását, amelyek megjelennek a csőd- és fizetésképte-
lenség-kutatás eszköztárában is. A gépi tanulás a számítástechnika, valamint a sta-
tisztika határterületén helyezkedik el, és a standard ökonometriai módszereknél ösz-
szetettebb összefüggések vizsgálatára alkalmas (Uliha [2015]). „A gépi tanulásra 
épülő módszerek alapvető sajátossága, hogy nem élnek előzetes feltevésekkel a mo-
dellezni kívánt jelenséget leíró változók eloszlására, illetve a függő és független 
változók kapcsolatának jellegére vonatkozóan, hanem azt az adatok alapján próbálják 
meg feltárni.” (Nyitrai [2021] 175–176. old.). 

Mivel a termelékeny vállalat jelenléte a nagyvárosi és városi térségekre jellemző 
(Glaeser–Joshi-Ghani [2015], Szerb–Lukovkszki–Varga [2019]), ezért a tanulmány 
egy földrajzilag koncentrált, városrégiókra összpontosító elemzést kínál, fókuszban 
Pécs és Budapest városrégió kis- és középvállalataival. A hazai és a külföldi szakiroda-
lomban magalapozott csődtényezők segítségével a fizetésképtelenség becslésére kü-
lönböző mesterséges intelligencia és gépi tanulási módszer gyakorlati alkalmazhatósá-
gát, jellemzőit, valamint beállítási paramétereit ismerhetjük meg. Ugyanakkor egy 
stabil viszonyítási alap érdekében a hagyományos, de ugyanakkor jól bevált logisztikus 
regresszió módszerét alkalmazom, és egy összehasonlító elemzés keretében megkérdő-
jelezem létjogosultságát a mesterséges intelligencia eljárásokkal szemben. 

Figyelembe véve, hogy a csőd, a fizetésképtelenség és a hitelkockázat vizsgá-
lata rokon kutatási területek, ezért a következőkben nem különítem el a megfogalma-
zásokban, hanem azonos jelentésűnek tekintem azokat. 

1. Szakirodalmi áttekintés 

A következőkben a vállalati csődelőrejelzés nemzetközi, illetve hazai tanulmá-
nyait ismertetem, amelyek mérföldkőnek számítanak és relevánsak a mesterséges 
intelligencia, valamint a gépi tanulás szempontjából. 
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A csőd és fizetésképtelenség modellezésére elsőként az 1930-as években pró-
bálkoztak. Ekkor még a többváltozós statisztikai módszereket mellőzve, a fizetőké-
pes és fizetésképtelen vállalatok pénzügyi mutatói között kerestek eltéréseket 
(Fitzpatrick [1932], Winakor–Smith [1935]). A csődmodellezés alapköveit Beaver 
tette le [1966]-os tanulmányában, amelyben egyváltozós diszkriminanciaanalízis 
módszerével 90 százalékos pontossággal jelezte előre a fizetésképtelenséget egy 
évvel a csőd bekövetkezése előtt. Azonban hamar világossá vált, hogy egy változó 
nem elegendő a csőd megfelelő becsléséhez. Altman [1968] nevéhez köthető az első 
többváltozós diszkriminanciaanalízis módszere, amely öt pénzügyi mutatón alapszik, 
és 95 százalékos pontossággal különíti el a fizetőképes vállalatokat a fizetésképtele-
nektől. Az úttörőnek számító modell annyira jól sikerült, hogy mind a mai napig 
fennmaradt, és sok esetben szolgál összehasonlítási alapként. A szakirodalomban 
1980-tól egy új modellcsalád jelent meg, a logisztikus regresszió. E tekintetben az 
első tanulmány Ohlson [1980] nevéhez fűződik, aki 105 csődbe ment és 2 058 nem 
csődhelyzetben levő vállalatot vizsgált az 1970 és 1976 közötti időszakban. Elsők 
között mutatta ki a vállalat mérete és a fizetésképtelenség között fennálló negatív 
irányú kapcsolatot. 

Az 1990-es évektől, a számítógépes technika gyors fejlődésének köszönhetően, 
az adatbányászati és mesterséges intelligencia módszerek kezdtek kibontakozni.  
A csődkutatásban megjelentek a kiemelkedő metódusnak számító neurális hálók, 
amelyek a biológiai idegrendszer elvére épülnek, és tanulás útján szerzik probléma-
megoldó képességüket (Messier–Hansen [1988]). Az akkori összehasonlító elemzé-
sek azt mutatták ki, hogy ezek az eljárások magasabb előrejelző pontosságra képe-
sek, mint a hagyományos statisztikai módszerek (Odom–Sharda [1990], Fletcher–
Goss [1993], Charalambous–Charitou–Kaourou [2000]).  

A neurális háló alternatív módszerének tekinthető a gépi tanulási elméleten 
alapuló ún. SVM-eljárás. Az első próbálkozás a csődelőrejelzés területén Fan és 
Palaniswami [2000] nevéhez köthető, akik 174 ausztrál kis- és középvállalat mintá-
ján végeztek kutatást. A szerzőpáros kimutatta, hogy az SVM 71 százalékos átlagos 
osztályozási pontossága hatékonyabb, mint a diszkriminanciaanalízisé, azonban nagy 
adathalmazok esetén az SVM hátrányaként tartották számon a hosszabb megoldási 
időt. Ez a hátrány manapság mérséklődött a nagyobb számítási kapacitásoknak  
köszönhetően. 

A csődkutatás három népszerű meta- vagy együttes gépi tanulási módszere az 
AdaBoost (Cortes–Martinez–Rubio [2007]), a bagging (Kim–Kang [2010]) és a vé-
letlen erdő eljárás (Barboza–Kimura–Altman [2017]). Az együttes tanulás a különfé-
le gépi tanulási technikák (osztályozók) kombinációja, melynek teljesítménye jel-
lemzően magasabb, mint a kombinációt alkotó egyéni tanulási osztályozóké  
(Dietterich [1997]). Az együttes tanulás a gépi tanulás algoritmusaival a gyenge (alap-) 
tanulót erőssé alakítja, növelve ezzel a modell pontosságát; ilyen algoritmus lehet a 
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logisztikus regresszió, a neurális háló, a döntési fa vagy az SVM (Wang et al. [2011]). 
Ezek számos előnyös tulajdonsága mellett nem feledkezhetünk meg a hátrányaikról 
sem, mint például a túlilleszkedés problémájáról, amely főként a döntési fákat alkal-
mazó együttes eljárásokra jellemző. 

A magyar csődkutatás kezdete az 1990-es évekre vezethető vissza, és az első 
csődmodellek Virág Miklós és Hajdu Ottó nevéhez fűződnek. A szerzők a rendszer-
váltás utáni első két év adatain többváltozós diszkriminanciaanalízis segítségével 
különböző ágazatok csődmodelljét készítették el, és valamennyi modelljük 90 száza-
lék feletti osztályozási pontosságot ért el (Virág–Hajdu [1996], Hajdu– 
Virág [2001]). Hámori [2001] logisztikusregresszió-alapú modelljében 685 fizetőké-
pes és 72 fizetésképtelen vállalat adatait használta fel. A szerző módszertani  
előrelépéseket tett, többek között a változókat négy faktorba tömörítette, amelyek 
segítségével a modell osztályozási pontossága 95,3 százalék volt.  

Virág és Kristóf [2005] neurálisháló-alapú modellt hoztak létre az első hazai 
csődmodell adatbázisán, majd eredményeiket a diszkriminanciaanalízissel, illetve a 
logisztikus regresszió módszerével kapott eredményekkel vetették össze. Különböző 
hálóstruktúrákat teszteltek, melyek közül a legjobbnak a négyrétegű neurális háló bi-
zonyult backpropagation (backwards propagation of error – hiba-visszaterjesztés) algo-
ritmus használata mellett. A neurális háló osztályozási pontossága átlagosan 86,5 szá-
zalékos volt, így a diszkriminanciaanalízis teljesítményét 8,6 százalékponttal, a logisz-
tikus regresszió eredményét pedig 4,7 százalékponttal haladta meg. Kristóf [2005] 
elvégezte a diszkriminanciaanalízis, a logisztikus regresszió, a döntési fa és a neurális 
háló módszertani összehasonlító elemzését. Empirikusan bizonyította, hogy a  
neurális háló teljesítménye kiemelkedik a többi módszer közül, és meglepő módon,  
a logisztikus regresszió eredménye alulmarad a diszkriminanciaanalízishez mérten. 

Virág és Nyitrai [2013] alkalmazta először az SVM-módszert magyar vállala-
tok adatain. Azt találták, hogy ugyanazon az adatbázison az SVM közel  
5 százalékkal magasabb átlagos osztályozási pontosságot ért el, mint a neurális háló. 
Különböző kernel függvényeket teszteltek, és a kevésbé használatos varianciaanalízis 
függvényt (analysis of veriance, ANOVA) találták a leghatékonyabbnak. Szintén Virág 
és Nyitrai [2014a] két gyakori együttes metamódszer, az AdaBoost és a bagging telje-
sítményét hasonlították össze C4.5 döntési fák alkalmazásával; 976 magyar vállalat 
2001 és 2012 közötti adatait használták fel. A legjobb eredményt a bagging biztosítot-
ta, átlagosan 80,57 százalékos osztályozási pontossággal, az AdaBoost 79,43,  
a C4.5 73,43 százalékos pontosságot ért el. A szerzőpáros a durva halmazelméleten 
(rough set theory) alapuló módszert is tesztelte (Virág–Nyitrai [2014b]).  
A „ha-akkor” típusú szabályokat használó eljárást összehasonlították az SVM, illetve 
a neurális háló metódussal, és azt az eredményt kapták, hogy az előbbi két módszer 
azonos, 89,32 százalékos osztályozási pontosságot ért el a tesztmintán, míg a neurális 
háló kevéssel alulmaradva, 88,03 százalékos pontosságot mutatott. 
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A hazai csődelőrejelzés fejlődéstörténetéről széles körű elemzéseket készített 
Kristóf és Virág ([2019] [2020]), megállapításuk szerint, az utóbbi évek módszertani 
fejlődését a mesterséges intelligencia, a gépi tanulás, a hibrid modellezés és adatbá-
nyászat jellemzi. 

2. Gépi tanulás 

Tanulmányomban a gépi tanulás eszköztárát arra használom, hogy különbséget 
tegyek a fizetőképes és fizetésképtelen vállalatok között olyan pénzügyi jellemzők 
alapján, mint a likviditás, a jövedelmezőség vagy a tőkeáttétel. A modellezési ered-
mények megismételhetősége érdekében az alkalmazott módszerbeállításokat ismerte-
tem. A modellek felügyelt tanulási eljárással készültek, mivel a helyes kimenetelek 
mindvégig ismertek voltak. 

2.1. SVM-módszer 

Az SVM az adatok dimenziótranszformációjával, az ún. kernel függvény segít-
ségével egy olyan optimális hipersíkot keres a térben, amellyel az ellentétes osztá-
lyok elválaszthatók (Russel–Norvig [2005]). 

Az SVM-módszernél a felhasználó egyik lényeges döntése a helyes kernel 
függvény kiválasztása. A tanulmányban a modellépítéshez a lineáris- és a Gauss-féle 
radiális bázis függvényt (RBF) alkalmaztam. A lineáris kernel teljesítménye mérsé-
kelt, mivel a valós osztályozási problémák többsége lineárisan nem szeparálható, 
ellenben az eredménye könnyen értelmezhető. Az RBF-függvény értelmezése és 
magyarázata nehézkes, viszont teljesítménye a többi függvénytípushoz képest kiváló 
(lásd Min–Lee [2005]). 

Az SVM-eljárás a mesterséges intelligenciára jellemző előnyökkel és hátrá-
nyokkal rendelkezik. Fő gyengesége a „fekete doboz” jelleg, amely azt jelenti,  
nem kapunk választ arra, hogy mely pénzügyi mutatók miként befolyásolják a  
csődbe jutást (Marques–Garcia–Sanchez [2012]). Az alkalmazott paraméterek  
az 1. táblázatban találhatók. 

2.2. Neurális háló 

A neurális háló a mesterséges intelligencia egyik fő megtestesítője. A közgaz-
dasági alkalmazásban a leggyakoribb a háromrétegű előrecsatolt neurális háló  
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(Uliha [2015]), amely kiválóan alkalmas a fizetésképtelenség vizsgálatára. Esetünk-
ben, a bemeneti rétegbe a pénzügyi mutatók kerülnek, a kimeneti rétegbe csak egy 
egység neuron szükséges, ez a függő változó előrejelzése, azaz a vállalat fizetőképes 
vagy fizetésképtelen osztályozása. A módszer figyelemreméltó előnye, hogy kis 
elemszámú minta esetén is alkalmazható (Cybinski [2000]). 

A neurális háló hátránya, hogy az SVM-hez hasonlóan „fekete dobozként”  
viselkedik. Másik gyenge pontja, hogy kiegyensúlyozatlan adatmintán alacsony a 
teljesítménye, mivel hajlamos az elemeket a több adattal rendelkező osztályba sorolni, 
így a tesztminta előrejelzése torzított lehet (Zhao et al. [2015]). Ugyanakkor a rejtett 
neuronok meghatározására nincs szabály, és a szakirodalomban sincs egyetértés 
(Lam [2004]), ezért az a modellező saját megítélésére van bízva. A nagyszámú rejtett 
neuron használata számításigényes, ezzel szemben a túl kevés rejtett neuronnal  
készült háló nem képes megfelelő osztályozást végezni (Zhao et al. [2015]). 

A vizsgálat során alkalmazott mesterséges neurális háló algoritmusához egyet-
len rejtett réteget használtam 10 neuronnal, és ötszörös keresztvalidációs eljárással 
modelleztem. A neurális háló tanítási folyamatában az optimalizálást, a kvázi-
Newton L-BFGS (Limited-memory Broyden–Fletcher–Goldfarb–Shanno) algoritmus 
végezte, ahol a leállási kritérium 1 000 tanulási ciklus volt. A neurális háló főbb 
paraméterei az 1. táblázatban találhatók. 

A neurális háló „fekete doboz” jellegének mérséklésére Garson [1991] mód-
szere alapján tettem kísérletet a változók relatív fontosságának a kiszámításával.  
Ez az eljárás a neurális háló súlyaiból kalkulálja a fontosságértéket. Előfeltétele, 
hogy a háló struktúrájában egy rejtett réteg legyen, valamint egy egység neuron  
szerepeljen a kimeneti rétegben. 

2.3. Bagging 

A bagging együttes eljárás, amely egy bizonyos független osztályozó metódust 
foglal magába; a teljes adatmintából több különböző, véletlenszerűen kiválasztott 
almintát használ fel visszatevéses eljárással, majd végül a különböző eredményeket 
átlagolja. A létrehozott alminták vagy boostrap másolatok jellemzője, hogy az eredeti 
mintából egyes elemek többször előfordulhatnak, mások pedig egyáltalán nem. Átla-
gosan az eredeti tanulóadat 63 százaléka játszik szerepet az alminták létrehozásánál 
(Breiman [1996]). 

A bagging célja a magyarázó változók varianciájának és egy osztály túlzott  
illeszkedésének csökkentése úgy, hogy a tanulóminta újrakombinálásával állítja elő a 
jobb osztályozókat (Barboza–Kimura-Altman [2017]). A technika legfőbb előnye, 
hogy jóval alacsonyabb előrejelzési kockázatot hordoz, mint az egyetlen alaptanuló 
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metódus becslése (Bauer–Kohavi [1999], Quinlan [1996]); hátránya, az eddig emlí-
tett eljárásokhoz hasonlóan, a „fekete doboz” jelleg. 

2.4. Véletlen erdő módszer 

A véletlen erdő eljárás kifejezetten a döntésifa-osztályozóhoz tervezett együt-
tes módszer, amely több döntési fa eredményét átlagolja, és az osztályba sorolást 
többségi szavazással dönti el (Breiman [2001]). A lehető legnagyobb metszés nélküli 
fákat hozza létre úgy, hogy mindegyik vágásnál a változók egy bizonyos halmazát 
használja fel, majd az elkészült nem korreláló fák eredményeit aggregálja (Figini–
Savona–Vezzoli [2016]). A véletlen erdő a bagging eljáráshoz hasonló, annak to-
vábbfejlesztett változata, ugyanis az adatokon többször generál osztályozási eljárást. 
Az alaptanuló algoritmusa kizárólag döntési fa, amely több különböző bootstrap 
almintán fut le, ezért átlagban a teljes minta egyharmada nem „használódik” a fák 
kiépítésekor (Yeh–Chi–Lin [2014]). A kétszeres „véletlenszerűsítés” pedig előnyö-
sebbé teszi a bagging módszerrel szemben. A döntési fa létrehozásakor a megfigye-
lések véletlenszerű kiválasztása történik, valamint a fák elágazásánál a függő válto-
zók köréből véletlenszerű mintavételre kerül sor.  

Az eljárás számos paraméter előzetes meghatározását igényli, amelyre csak 
iránymutatások vannak, a végső optimalizáció a kutató saját megítélésére van bízva. 
Javasolt „finomhangolni” a fák számát, az egyes fáknál a levelek méretét és a vágó-
változók számát (Loh [2009], Nyitrai [2021], Takács [2021]). A véletlen erdő mód-
szer ígéretesebb jellemzői a bagginghoz, illetve a boostinghoz viszonyítva: a kima-
gasló precizitás és a gyorsaság. A technika részletekbe menő tárgyalása megtalálható 
Nyitrai [2021], Breiman [2001] és Calderoni et al. [2015] tanulmányaiban. 

A „fekete doboz” jelleg némileg felszámolható, mivel a bemeneti változók  
fontossága megbecsülhető. A véletlen erdő módszer az adatoknak csak egy részét 
használja fel, a megfigyelések körülbelül egyharmada véletlenszerűen kimarad a 
tanulófázisból. Ezeket a kihagyott adatokat „out-of-bag” (OOB) megfigyeléseknek 
nevezzük, amelyek az előrejelzési hiba mérésére szolgálnak, és segítségükkel kiszá-
mítható a változók fontossága (lásd Archer–Kimes [2008]). 

2.5. A módszerek paraméterei 

A módszerek paramétereinek kiválasztásához, elsődlegesen a szakirodalmi 
megalapozottságra támaszkodtam. Az így félépült modellek eredményét összevetet-
tem az optimalizációs eljáráson átesett modellek eredményével, és azokat a modelle-
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ket, illetve a hozzájuk kapcsolódó paramétereket közölöm, amelyek a legmagasabb 
teljesítményt nyújtották. A paraméterek optimalizációjára több eljárás létezik, ame-
lyek közül hármat alkalmaztam: a rácskeresést, a véletlen keresést és a bayesi opti-
malizációt. Ez utóbbit az SVM-, a neurális háló, a bagging és a véletlen erdő módszer 
hiperparamétereinek finomhangolására használtam. Választásom indoka az, hogy  
felülmúlja a rácskeresés és véletlen keresés optimalizáló teljesítményét (lásd Li–
Kanoulas [2018], Wu et al. [2019]). Az SVM-módszerek esetén a kutató meghatároz-
hatja a büntető paraméter (C) értékét, én viszont ezt is az optimalizációs eljárásra bíz-
tam. A C konstans érték megadásával bizonyos hibát megengedünk. A C alacsony 
értéke alulilleszkedéshez, magas értéke komplex modellhez és túlilleszkedéshez vezet. 
A legjobb teljesítményt nyújtó modellek paraméterei az 1. táblázatban találhatók. 

1. táblázat 

A módszerek paraméterei  
(Parameters of the methods) 

Módszer Paraméter 

Lineáris SVM  Kernel: lineáris 
Büntető paraméter (C): 27,81 

SVM RBF Kernel: Gaussi radiális bázisfüggvény 
Büntető paraméter (C): 36,93 
Kernel paraméter (γ): 782,56 

Neurális háló Rejtett rétegek száma: 1 
Csomópontok száma a rejtett rétegben: 10 
Futásszám: 1000 
Függvényforma: köztes rétegben szigmoid, kimeneti rétegben softmax 
Lambda: 0,0034 

Bagging Elágazási csomópontok: 1 
Döntési fák száma: 22 

Véletlen erdő Elágazási csomópontok: 3 
Döntési fák száma: 10 
Véletlenszerűen kiválasztott független változók száma: 1 

Forrás: Saját számítás a MATLAB programmal végzett bayesi hiperparaméter optimalizációt követően. 
 
A modellek tanulási eljárásának validálására és a legjobb osztályozási teljesít-

ményt nyújtó paraméterbeállítás azonosítására a keresztvalidációt (K-fold cross  
validation) használtam. Választásom azért esett erre, mert hatékonyabbnak bizonyult, 
mint a „holdout” validáció (lásd Blum–Kalai–Langford [1999], Yadav– 
Shukla [2016]). A keresztvalidáló eljárás felosztási K-értékére nincs egyértelmű 
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ajánlás, azonban gyakori a tízszeres és ötszörös felosztás (Mahmood–Kahn [2009]). 
Tekintettel a minta kis méretére, a paraméterbeállítások validálásához az ötszörös 
keresztvalidációs eljárást alkalmaztam (lásd Yadav–Shukla [2016], Marcot– 
Hanea [2020]). A vizsgálat során a fizetőképeseket 0-val a fizetésképteleneket  
1-gyel jelöltem. 

3. Adatok 

A modellezésre felhasznált vállalati pénzügyi adatok 2014 és 2018 közötti idő-
szakból származnak. A Pécsi Tudományegyetem RIERC-kutatások adatbázisa bizto-
sította a fizetőképes, vagyis az „egészséges” vállalatok mintáját. Az ellenőrzésre és a 
kiegészítő adatgyűjtésre az Opten-adatbázist, valamint az Igazságügyi Minisztérium 
Céginformációs Szolgálat elektronikus beszámoló rendszerét2 alkalmaztam.  

A fizetésképtelen vállalatok kiválasztása jóval összetettebb feladatnak bizo-
nyult, mivel nem állt rendelkezésre egy egységes adatbázis. A fizetésképtelenség 
meghatározása jogi megközelítés alapján történt, a hivatalos felszámolási eljárások 
alatt levő vállalatokat tekintettem fizetésképtelennek. A Cégközlöny3 a cégnyilvá-
nosságról és a bírósági cégeljárásokról nyújt közvetlen hozzáférést. A gazdasági 
ügyszak hirdetményei között időrendi sorrendben megtalálhatjuk a felszámolási 
eljárások alá került cégek megnevezését, cégjegyzékszámát és az üggyel kapcsolatos 
hivatalos határozatot letölthető formátumban. A portál keresőszolgáltatása egyedi 
cégek keresését teszi lehetővé, és nincs mód nagy mennyiségű adathalmaz letöltésé-
re, ezért egyenként manuális kereséssel történt a 2019. január 1. és 2020. december 
31. közötti cégjogi eljárások összegyűjtése, leszűrve a felszámolási eljárásokat.  
A cégjegyzékszám alapján a vállalati formára és a megyére lehetséges szűkíteni a 
keresést, ilyen tekintetben a Baranya megyei, illetve a fővárosi korlátolt felelőségű 
társaságokat (kft.) válogattam ki. Ezt követően egyenkénti ellenőrzéssel a vállalatok 
szelektálása következett. A székhely alapján kiszűrtem Baranya megyén belül Pécs 
városához és a vonzáskörzetéhez tartozó településeken bejegyzett vállalatokat.  
Pécs városrégiónak tekintettem a város határától 10 km-es távolságon belül elhelyez-
kedő településeket. A mintában a következő településeken találhatók a vállalatok 
telephelyei: Pécs, Aranyosgadány, Bicsérd, Birján, Boda, Hosszúhetény, Keszü, 
Komló, Kozármisleny, Kővágószőlős, Magyarszék, Pellérd, Pogány, Szentlőrinc.  
A minta második részét a budapesti székhelyű vállalatok alkotják. 

 
2 https://e-beszamolo.im.gov.hu 
3  http://www.e-cegkozlony.gov.hu 
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A vállalatok kiválasztásának foglalkoztatotti létszám szerint feltétele: mikro-, 
kis- és középvállalatok, minimum két foglalkoztatott személlyel. További bekerülési 
kritérium, hogy a vállalat mérlegfőösszege és árbevétele legkevesebb 1 millió  
forint értékű legyen, és legalább két lezárt üzleti évvel rendelkezzen. Kizártam a  
kft.-től eltérő társasági formákat és a pénzügyi tevékenységet folytató vállalatokat.  
A felszámolási eljárás éve volt a viszonyítási alap az adatok összegyűjtésére; a fize-
tésképtelenség előtti első év adatai kerültek a mintába. Csak a teljes üzleti évre  
vonatkozó adatokat vettem figyelembe, a részleges félévközi adatokat elvetettem.  

A fizetésképtelen vállalatok mintáját 80 Pécs városrégióból származó és  
24 budapesti székhellyel rendelkező, felszámolás alatt levő vállalat alkotja. Ezekhez 
párosítottam azonos évből a fizetőképes vállalatokat, figyelembe véve a gazdasági 
tevékenységek ágazati bontásának eloszlását. A teljes Pécs városrégió minta  
160 elemű, amelyhez, ha hozzátesszük a Budapest városrégió 48 elemű mintáját, 
akkor a teljes fizetőképes és fizetésképtelen vállalatokat tartalmazó adathalmaz  
208 elemet foglal magába. A minta a fizetőképes, valamint a fizetésképtelen osztály 
szerint kiegyensúlyozott, azonban eloszlásuk jelentősen eltér a valóstól. A fizetés-
képtelenek felülreprezentálása kis mintás elemzéseknél elkerülhetetlen (Altman–
Haldeman–Narayanan [1977], Platt–Platt–Pedersen [1994], Lin [2009]). 

A mintában négy gazdasági szektort különítettem el: I. a primer és szekunder 
szektort, II. az építőipar szektort, III. a kereskedelem és gépjárműjavítás szektorát, 
valamint IV. a szolgáltatások és egyéb tevékenységek szektorát. A 2. táblázat a szek-
torokban levő vállalatok gyakoriságát tartalmazza.  

2. táblázat 

A városrégiók megfigyeléseinek gyakorisága osztály és gazdasági szektor szerint,  
valamint az egyes osztályok átlagos alkalmazotti létszáma  

(Number of observations of urban regions by class and economic sector, and average number  
of employees in each class) 

Városrégió Osztály 
Gazdasági szektor 

Összesen 
Alkalmazottak 
áltagos száma 

(fő) I. II. III. IV. 

Pécs 
Fizetőképes 12 12 27 29 80 16 
Fizetésképtelen 12 16 19 33 80 7 

Budapest 
Fizetőképes 5 4 10 5 24 14 
Fizetésképtelen 5 5 9 5 24 11 

Összesen  34 37 65 72 208  

Megjegyzés. I. – primer és szekunder szektor, II. – építőipar szektor, III. – kereskedelem és gépjárműja-
vítás szektor, IV. – szolgáltatások és egyéb tevékenységek szektor.  
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A vállalatokat nagyon erőltetetten lehet besorolni egyetlen iparágba, mivel jel-
lemzően egyszerre több tevékenységet folytathatnak. Gyakran előfordul, hogy bizo-
nyos másodlagos tevékenységek nagyobb árbevételt biztosítanak, mint a statisztikai 
főtevékenység, ezért az iparági besorolás félrevezető lehet (Deák [2000]). Mivel nem 
álltak rendelkezésre részletesebb adatok, ezért a statisztikai célra kijelölt főtevékeny-
séget vettem alapul a vállalatok iparági besorolásánál. 

A fizetőképes vállalatok esetén a vizsgált időszak végéig nem fordult elő a fi-
zetésképtelenség jogi esete, azaz nem indult csőd-, felszámolási vagy végelszámolási 
eljárás.4 

Az adathalmazt háromfelé bontottam: tanuló-, teszt-, illetve validációs mintára. 
A tanulóminta a pécsi városrégió adatainak véletlenszerűen kiválasztott 70 százaléka, 
amely 56 fizetőképes és 56 fizetésképtelen, összesen 112 megfigyelést jelent a  
2014 és 2018 közötti időszakból. A fennmaradó 30 százalékos alminta a tesztelést 
szolgálja, ami 24 fizetőképes, illetve 24 felszámolás alá került, fizetésképtelen pécsi 
vállalat adataiból áll, ugyancsak a 2014–2018 közötti időszakból. A második teszt-
minta földrajzi elhelyezkedés tekintetében eltér az előzőtől; olyan fővárosi székhely-
lyel működő vállalatok alkotják, amelyeknek nincs vidéki fióktelepe. A méretet te-
kintve, 48 budapesti székhelyű vállalat 2014 és 2018 közötti pénzügyi adatait tartal-
mazza, melyből 24 fizetőképes és 24 fizetésképtelen. A validációs felosztás a  
2.5. fejezetben ismertetett módon, a tanulófázis során történt. 

3.1. Magyarázó változók 

A csődelőrejelzés szakirodalmában a magyarázó változók döntően a vállalatok 
beszámolóiból kalkulált pénzügyi mutatószámok. Vizsgálatomban a külföldi és ma-
gyar szakirodalomban megalapozott változókat alkalmaztam Altman [1968], Carton–
Hofer [2006], Nyitrai [2014], Virág–Kristóf [2005], valamint Virág–Nyitrai [2014a] 
munkái alapján. Egyes tanulmányok a vállalat mérete és a csőd között negatív kap-
csolatot tártak fel (Altman–Haldeman–Narayanan [1977], Ohlson [1980],  
Audretsch–Mahmood [1995]), ezért a magyarázó változók közé az eszközállomány-
nyal meghatározott vállalatméretet is bevontam. A magyarázó változók és számítási 
módjaik a 3. táblázatban találhatók. 

Mindegyik módszer esetén az összes változót az eredeti értékén használtam fel, 
nem történt transzformáció, normalizálás, abból a megfontolásból, hogy ez akár nö-
velheti is az osztályozási pontosságot (lásd Jo–Han–Lee [1997]). Ugyanakkor a  

 
4 Egyenként ellenőrizve az Igazságügyi Minisztérium Céginformációs és az Elektronikus Cégeljárásban 

Közreműködő Szolgálat fizetésképtelenségi nyilvántartásának elektronikus felületén (fizeteskeptelen-
seg.im.gov.hu). 
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kiugró értékek tekintetében sem hajtottam végre korrekciót. A csődmodelleknél a 
kiugró értékek jelenléte általános jelenség (McLeay–Omar [2000]), és lehetőség 
szerint érdemes azokat a modellben tartani. Ezáltal a modell a későbbi futtatás során 
is alkalmas lesz a szélsőséges értékeket tartalmazó megfigyelések helyes értékelésére 
(Nyitrai [2014]). A gépi tanulási módszerek az adathalmazzal szemben nem támasz-
tanak előfeltevéseket, így a kiugró értékek használatának nincs akadálya. 

 3. táblázat 

 Magyarázó változók és számítási módjaik  
(Explanatory variables and their calculations) 

Változó 
Pénzügyi mutatószám 

számítási módja típusa 

L Forgóeszközök/rövid lejáratú kötelezettségek likviditási 
EL Kötelezettségek/saját tőke eladósodottsági 
J1 Adózás előtti eredmény/összes eszköz jövedelmezőségi 
J2 Adózás előtti eredmény/értékesítés nettó árbevétele jövedelmezőségi 
FS Értékesítés nettó árbevétele/összes eszköz forgási sebesség 
T Rövid lejáratú kötelezettségek/összes kötelezettség tőkeszerkezeti 
ESZK Pénzeszközök/forgóeszközök eszközszerkezeti 
M Az eszközállomány természetesalapú logaritmusa méret 

Megjegyzés. Itt és a 4–6., valamint a 9. és a 10. táblázatok esetén L: likviditási ráta, EL: bonitás, 
J1: eszközarányos nyereség, J2: árbevétel-arányos nyereség, FS: eszközök forgási sebessége, T: rövid lejáratú 
kötelezettségek aránya, ESZK : pénzeszközök aránya, M: vállalat mérete. 

Forrás: Altman [1968], Carton–Hofer [2006], Nyitrai [2014], Virág–Kristóf [2005], Virág– 
Nyitrai [2014a]. 

 
Az adatok előkészítése során a likviditási ráta (L) mutatónál előfordult, hogy a 

nevezőben 0 érték szerepelt, ezért értelmetlen eredményt adott. Ennek orvoslására az 
egyik lehetőség, hogy a hibás mutatókat a többi megfigyelés releváns mutatójából 
számított mediánnal vagy szélső percentilisével helyettesítjük (Han–Kamber [2006]). 
A kis mintára való tekintettel azokban az esetekben, ahol a mutató nevezője 0 értéket 
vett fel, a nevező értékét 1-nek határoztam meg Virág és Nyitrai [2014a] eljárásához 
hasonlóan. A mutatószámok között a kettős negatív osztás problémája nem  
merült fel. 

A 4. táblázat két városrégió bontásában a magyarázó változók leíró statisztikáit 
ismerteti. Célszerű lehet a mediánra figyelni, mivel az átlaggal ellentétben nem érzé-
keny a kiugró értékekre, és pontosan kettészeli az adathalmazt. A likviditási rátánál 
(L), a bonitásmutatónál (EL), valamint a jövedelmezőségi mutatóknál (J1, J2) maga-
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sabb értékeket találunk a fizetőképes csoportban, mint a fizetésképtelenben. A többi 
mutatónál ránézésre nehéz felfedezni mintázatot a fizetőképesség tekintetében. 

4. táblázat 

A magyarázó változók leíró statisztikái  
(Descriptive statistics of explanatory variables) 

Leíró statisztika L EL J1 J2 FS T ESZK M 

Fizetőképes minta – Pécs városrégió 
Minimum 0,040 –7,067 –0,233 –0,247 0,207 0,000 0,001 8,189 
Maximum 80,044 17,749 0,651 0,947 16,469 1,000 0,993 14,593 
Átlag 4,726 1,574 0,139 0,085 2,356 0,754 0,312 11,565 
Medián 1,651 0,802 0,082 0,046 2,061 0,858 0,269 11,407 
Szórás 12,548 3,128 0,176 0,137 2,300 0,276 0,271 1,334 

Fizetésképtelen minta – Pécs városrégió 
Minimum 0,003 –31,108 –7,978 –5,832 0,022 0,000 0,000 6,983 
Maximum 9,685 105,846 0,656 0,552 51,171 1,000 1,000 13,179 
Átlag 1,840 2,781 –0,657 –0,469 3,758 0,847 0,247 9,905 
Medián 1,023 0,289 –0,113 –0,106 1,380 1,000 0,077 9,693 
Szórás 2,252 18,395 1,497 1,058 7,354 0,284 0,337 1,518 

Fizetőképes minta – Budapest városrégió 
Minimum 0,990 0,104 –0,026 –0,026 0,232 0,393 0,007 9,151 
Maximum 11,599 67,136 0,821 0,448 8,718 1,000 0,610 13,983 
Átlag 2,726 4,362 0,137 0,082 2,109 0,917 0,214 11,721 
Medián 1,533 1,026 0,083 0,036 1,586 1,000 0,163 12,004 
Szórás 2,762 13,250 0,179 0,114 1,781 0,173 0,198 1,270 

Fizetésképtelen minta – Budapest városrégió 
Minimum 0,046 –96,653 –8,388 –0,861 0,169 0,175 0,000 7,588 
Maximum 8,990 21,598 0,946 0,867 57,669 1,000 0,956 15,594 
Átlag 1,892 –4,355 –0,389 –0,100 5,086 0,938 0,218 11,150 
Medián 1,145 0,207 0,019 0,003 1,652 1,000 0,106 11,362 
Szórás 2,156 22,367 1,698 0,341 11,389 0,175 0,287 1,787 
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 5. táblázat 

A magyarázó változók korrelációs táblája  
(Correlation table of explanatory variables) 

* p < 0,05 ** p < 0,01. 
 
Az 5. táblázat a változók korrelációs értékeit mutatja be. Szignifikáns, közepes 

korrelációt tapasztalhatunk a likviditási ráta (L) és a rövid lejáratú kötelezettségek 
aránya (T), valamint a likviditási ráta és a pénzeszközök aránya (ESZK) között.  
A jövedelmezőségi mutatók (J1 és J2) egymás között közepes mértékben, szignifi-

Változó  L EL J1 J2 FS T ESZK M 

Tanulóminta – Pécs városrégió 
L         
EL –0,013 

      
 

J1 0,027 0,114 
     

 
J2 0,027 0,118 0,483** 

    
 

FS 0,001 –0,008 –0,317** 0,092 
   

 
T –0,256** –0,179*   –0,004 –0,063 0,047 

  
 

ESZK 0,085 0,016 –0,119 0,018 0,228** –0,033 
 

 
M –0,127 0,132 0,395** 0,248** –0,332** –0,192*   –0,172 

 

Tesztminta – Pécs városrégió 
L         
EL –0,034        
J1 0,111 0,075       
J2 0,317 0,244 0,382*        
FS –0,115 –0,088 –0,611** –0,057     
T –0,465** 0,065 –0,182 –0,310 0,319    
ESZK 0,519** –0,257 –0,271 –0,214 0,257 –0,093   
M –0,259 0,198 0,365*   0,227 –0,354*   –0,257 –0,396*    

Tesztminta – Budapest városrégió 
L         
EL 0,148        
J1 0,218 0,166       
J2 0,325 0,034 0,776**      
FS –0,059 0,085 0,004 –0,004     
T 0,115 –0,068 –0,059 –0,062 0,094    
ESZK 0,779** 0,175 0,358*   0,501** 0,138 0,055   
M –0,241 –0,039 0,129 0,035 –0,142 –0,188 –0,340  
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kánsan korrelálnak. A gépi tanulási és mesterséges intelligencia módszereknél nem 
okoz gondot az erősebb korrelációs kapcsolat (lásd Horak–Vrbka–Suler [2020]), 
viszont a benchmark logisztikus regressziónál hibás becslésekhez vezethet. Berry és 
Feldman [1985] számításai szerint, akkor léphet fel probléma a regressziónál, ha két 
magyarázó változó között a korrelációs együttható kis minta esetén túllépi a  
0,70 értéket, nagy mintánál pedig a 0,80–0,85 értéket. A 0,70 határértéket használva 
rendellenesség észlelhető Budapest városrégió adatain a likviditási ráta (L),  
a pénzeszközök aránya (ESZK), valamint a jövedelmezőségi mutatók (J1 és J2)  
között. Ezért varianciainflációs tényező (variance inflation factor, VIF) segítségével 
teszteltem a multikollinearitást.  

 
A varianciainflációs tényezőt mindegyik független változóhoz külön-külön  

kiszámítottam a következő módon: 

                                                      
 2

1 ,
1

i
i

VIF
– R

   

ahol 2
iR  determinációs együttható azt mutatja meg, hogy xi független változónak  

mekkora az összes többi független változó által magyarázott része. Ennek érdekében az  
xi-t függő változóként, az összes többi változót független változóként illesztettem a 
regressziós modellbe. A VIF által így megkaptam, hogy az egyes független változók 
varianciája milyen mértékben növekszik a hibatagok varianciájához viszonyítva  
(Kovács [2008]). Ha az xi lineárisan független a többi változótól, akkor a VIF-mutató 
értéke 1, extrém erős multikollinearitás esetén pedig végtelen. Általános küszöbszám 
az 5, azaz a mutató e feletti értéke erős és káros multikollinearitást jelez  
(Kovács [2008]). A VIFi = 5 értékből az következik, hogy 2 0 8iR , ,  azaz az xi változó 
varianciáját 80 százalékban magyarázza az összes többi független változó varianciája. 
A VIF-mutatót az SPSS programcsomag segítségével, a lineárisregresszió-elemzés 
keretén belül számítottam ki. Az egyes változókhoz tartozó értékeket lásd a 6. táblázat-
ban. Az 1 és 2 közötti értékek nem zavaró multikollinearitást jeleznek, tehát a függet-
len változók megfelelők a logisztikus regresszióban. 

A modelleredmények diagnosztizálására különféle indikátorok állnak a kutatók 
rendelkezésére. A fizetőképesek és a fizetésképtelenek helyes osztályozási arányát 
alkalmaztam. Ezt követően az átlagos osztályozási pontosság mutatót használtam, 
amely a helyesen osztályozott megfigyelések és az összes megfigyelés aránya.  
Az eredményekben egyaránt ismertetem az első- és a másodfajú hibaarányt. Az első-
fajú hibaarány a fizetésképtelen megfigyelések fizetőképesnek való becslése,  
a másodfajú hibaarány az „egészégesnek” tekinthető fizetőképesek, fizetésképtelennek 
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való osztályozási arányát mutatja. A csődelőrejelzésben a hitelezők szempontjából az 
elsőfajú hiba súlyosabb, mivel a fizetésképtelen adós is hitelt kap, a másodfajú  
hiba pedig csak egy jó lehetőség elszalasztását jelenti, azaz a fizetőképes ügyfél  
elutasítását (Virág et al. [2013]). 

 6. táblázat 

A varianciainflációs tényezők értékei  
(Values of variance inflation factors) 

Változó 

VIF 

Tesztminta –  
Pécs városrégió 

Tesztminta –  
Budapest városrégió 

L 1,259 1,124 
EL 1,042 1,022 
J1 1,614 1,617 
J2 1,428 1,375 
FS 1,349 1,205 
T 1,222 1,122 
ESZK 1,122 1,099 
M 1,459 1,352 

 
A modellek teljesítményét, továbbá a kumulált osztályozási pontosságot (receiver 

operating characteristic, ROC) a görbe alatti terület nagyságával fejeztem ki.  
A ROC-görbe megmutatja a vágóértékek figyelembevételével, hogy a modell során 
kapott osztályvalószínűségek mennyire pontosak a valós osztályozáshoz mérten. 
Tehát az ROC-görbe az elsőfajú hiba arányát, valamint a fizetőképes vállalatok he-
lyesen osztályozott arányát ábrázolja. A koordinátarendszerben a 45○-os referencia-
egyenesen a helyesen osztályozott fizetőképesek aránya és a fizetőképesnek becsült 
fizetésképtelen vállalatok aránya egyenlő, ami a véletlen találgatást szemlélteti,  
és ezen a szinten a modell nem fogadható el. A ROC-görbe alapján akkor értékelhe-
tünk hatékonyabbnak egy modellt, ha egyre inkább eltávolodik a referenciaegyenes-
től. Az ROC-görbe alatti terület nagyságával (area under curve, AUC) számszerűen 
is mérhető a modell teljesítménye. A mutató értéke [0, 1] közötti, a 0,5 a véletlen 
találgatásnak, az 1 a tökéletes modellnek felel meg. Az AUC előnyös mutató abból a 
szempontból, hogy az egy osztályra való túlzott illeszkedést kiszűri, illetve az osztály 
kiegyensúlyozatlanságának problémáját feloldja (Kristóf [2008], Nyitrai– 
Virág [2017], Chava–Jarrow [2004], Agarwal–Taffler [2008]).  
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4. Eredmények 

A modellezésre a MATLAB R2021b verzióját alkalmaztam a Neural Network 
Toolbox, a Statistical Toolbox és a Classification Learner kiegészítő programcsoma-
gokkal. A modellek kalibrációja és optimalizációja számos próbafuttatást igényelt, 
azonban csak a legjobban teljesítő végső modellek eredményeit ismertetem. 

A gépi tanulási módszerek és a hagyományos logisztikus regresszió eredmé-
nyei a 7. táblázatban találhatók; 112 vállalat adatait tanulókészletkén, 48-48 vállalat 
adatait tesztelőkészletként használtam. 

7. táblázat 

A modellek eredményei  
(Results of the models) 

Módszer 

Fizetőképesek 
helyes osztályozási 

aránya 
(%) 

Fizetésképtelenek 
helyes  

osztályozási 
aránya 

(%) 

Elsőfajú hiba 
aránya 

(%) 

Másodfajú 
hiba aránya 

(%) 

Teljes 
osztályozási 
pontosság 

aránya 
(%) 

ROC-görbe 
alatti terület 

(AUC) 

Tanulóminta – Pécs városrégió 
SVM lineáris 94,64 71,43 28,57 5,36 83,04 – 
SVM RBF 89,29 80,36 19,64 10,71 84,82 – 
Neurális háló 85,71 76,79 23,21 14,29 81,25 – 
Bagging 89,29 71,43 28,57 10,71 80,36 – 
Véletlen erdő 91,07 71,43 28,57 8,93 81,25 – 
Logit 91,07 80,36 19,64 8,9 85,71 – 

Tesztminta – Pécs városrégió 
SVM lineáris 95,83 41,67 58,33 4,17 68,75 0,81 
SVM RBF 79,17 66,67 33,33 20,83 72,92 0,78 
Neurális háló 87,50 66,67 33,33 12,50 77,08 0,86 
Bagging 83,33 58,33 41,67 16,67 70,83 0,83 
Véletlen erdő 87,50 87,50 12,50 12,50 87,50 0,94 
Logit 91,67 66,67 33,33 8,33 79,17 0,82 

Tesztminta – Budapest városrégió 
SVM lineáris 87,50 37,50 62,50 12,50 62,50 0,60 
SVM RBF 83,33 54,17 45,83 16,67 68,75 0,70 
Neurális háló 87,50 58,33 41,67 12,5 72,92 0,75 
Bagging 87,50 54,17 45,83 12,50% 70,83 0,76 
Véletlen erdő 58,33 75,00 25,00 41,67 66,67 0,74 
Logit 79,17 41,67 58,33 20,83 60,42 0,62 
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A tanulómintán mindegyik modell esetén az átlagos teljes osztályozási pontos-
ság aránya 80 százalék feletti, közülük a logisztikus regresszió bizonyult a legjobb-
nak, átlagosan közel 86 százalékkal. Ehhez képest a Pécs városrégió tesztmintán a 
modellek besorolási arányai némileg alacsonyabbak, a 70–80 százalék közötti osztá-
lyozási pontosságok jellemzők. A tesztadatok teljes osztályozási arányait tekintve,  
a véletlen erdő módszer 88 százalékos kiemelkedő besorolási pontossággal bizonyult 
a legjobbnak. A logisztikus regresszió 79 százalékos osztályozási pontossága a má-
sodik, a neurális hálóé 77 százalékos pontosággal a harmadik. Az ROC-görbe alatti 
terület nagysága alapján, a rangsor némileg módosul, ugyanis a legjobb továbbra is a 
véletlen erdő 0,94 AUC-értékkel, amelyet a neurális háló módszere, majd a bagging 
eljárás követ. 

Budapest városrégió tesztmintáján, az előző eredményekhez viszonyítva a mo-
dellek átlagos eredményei mérséklődtek, az átlagos teljes osztályozási pontosság 
aránya 60 és 73 százalék közötti. Itt a neurális háló bizonyul a legjobbnak, majd a 
bagging és az SVM RBF következik a rangsorban. Az AUC-mutató alapján,  
a bagging eljárás a „győztes”, utána a második helyen a neurális háló, a harmadikon 
a véletlen erdő modell áll.  

A különböző tesztmintákon futtatott modellek ROC-görbéje  
(ROC curve of the models on different test samples) 

                                     Pécs városrégió                                                            Budapest városrégió 

    
 
A hat modell tesztelőmintán kapott ROC-görbéje az ábrán látható. A Pécs vá-

rosrégió tesztmintáján jelentősebben eltávolodnak az ROC-görbék a 45○-os egyenes-
től. Ez nem meglepő abból a szempontból, hogy a modellek e városrégió adatain 
„tanulták meg” a vállalatok jellemzőit. Itt a véletlen erdő módszer kiválóan  



602 ÁGOSTON NORBERT 

STATISZTIKAI SZEMLE, 100. ÉVFOLYAM 6. SZÁM 584–609. OLDAL DOI: 10.20311/stat2022.6.hu0584 

osztályoz, a referenciaegyeneshez legközelebb álló SVM osztályozó képessége  
mérsékelt. A Budapest városrégió tesztmintáján kapott eredmények validálják a mes-
terséges intelligencia módszerek magasabb teljesítményét. Ugyanakkor az is feltűnik, 
hogy a logisztikus regresszió és a lineáris függvényformával készült SVM, a véletlen  
találgatást jelző referenciaegyenes alatt található, amely gyenge klasszifikációs  
képességet tükröz. 

A legjobbnak tekinthető módszert nehéz volna egyértelműen megállapítani, 
azonban jól körvonalazódik, hogy a gépi tanulás eljáráscsaládjába tartozó véletlen 
erdő és a neurális háló eljárás egyaránt ígéretes a fizetésképtelenség magyarázatára. 
Mindezt a 8. táblázat is alátámasztja, ahol az egyes modellek különböző mintákon 
elért osztályzási pontosságait és AUC-értékeit átlagoltam. Az SVM lineáris függvény 
képviseli a másik végletet, a legalacsonyabb átlagos eredményt ez a metódus adja. 

 8. táblázat 

A módszerek teljes osztályozási pontosságának és az ROC-görbe alatti területek átlaga  
(Averages of overall classification accuracy and areas under the ROC curve) 

Módszer 

Teljes osztályozási pontosságok AUC 

tanuló- és 
tesztminta 

(%) 

tesztminta 
(%) tesztminta 

SVM lineáris 71,43 65,63 0,71 
SVM RBF 75,50 70,83 0,74 
Neurális háló 77,08 75,00 0,81 
Bagging 74,01 70,83 0,80 
Véletlen erdő 78,47 77,08 0,84 
Logit 75,10 69,79 0,72 

 
A gépi tanulási módszer hátrányaként a „fekete doboz” hatás említhető, azaz 

nehezen becsülhető meg, hogy a magyarázó változók milyen súllyal járulnak hozzá a 
végeredményhez. A jelenség feloldására kiszámítottam a neurális háló relatív fontos-
ságértékeit és a véletlen erdő fontosságértékeit, amelyek a 9. táblázatban tekinthetők 
meg. Az eredmények Pécs városrégió tanulómintájából adódnak. A jövedelmezőségi 
mutatók bizonyulnak fontosnak a neurális háló szerint, konkrétan az eszközarányos 
nyereség (J1), illetve az árbevétel-arányos nyereség (J2). Az eladósodottság- (EL) 
vagy bonitásmutató a harmadik a rangsorban, ezt követi az eszközök forgási sebes-
ség mutatója (FS). A neurális háló súlyai alapján a rövid lejáratú kötelezettségek 
aránya (T) és a pénzeszközök aránya (ESZK) a sor végén foglalnak helyet,  
mindebből arra következtethetünk, hogy ezek kevésbé jelentős mutatók. A véletlen 
erdő fontosságmutatója szerint szintén a jövedelmezőségi mutatók a meghatározók: 
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az árbevétel-arányos nyereség (J2) a legfontosabb, ezt követi a vállalatméret (M) és 
az eszközarányos nyereség (J1) mutatója. 

 9. táblázat 

A független változók fontossága a neurális hálóz és a véletlen erdő módszer esetén  
(Significance of independent variables in neural network and random forest methods) 

Változó  

Neurális háló módszer Véletlen erdő módszer 

realatív  
fontosságértéke rangsora fontosságértéke rangsora 

J1 0,300 1. 0,662 3. 
J2 0,228 2. 0,724 1. 
EL 0,172 3. 0,491 4. 
FS 0,116 4. 0,264 5. 
L 0,077 5. 0,249 6. 
M 0,063 6. 0,709 2. 
T 0,032 7. 0,089 8. 
ESZK 0,012 8. 0,134 7. 

 
Viszonyítási alapként szolgál a logisztikus regresszióval készült modell. A leg-

nagyobb előnye, hogy megmutatja mely független változók járultak hozzá a modell-
hez és milyen mértékben. A logisztikus regresszióval készült modell paraméterei a 
10. táblázatban láthatók. 

 10. táblázat 

A logisztikus regresszió paraméterei  
(Parameters of logistic regression) 

Változó β Standard hiba Szignifikancia Exp(B) 
esélyhányados 

L 0,001 0,003 0,693 1,001 
EL 0,051 0,025 0,041** 1,052 
J1 –0,727 0,556 0,191 0,484 
J2 –4,407 1,568 0,005*** 0,012 
FS –0,128 0,088 0,144 0,880 
T 1,825 1,495 0,222 6,204 
ESZK –2,122 1,037 0,041** 0,120 
M –1,121 0,284   <0,001*** 0,326 
Konstans 11,025 3,425 0,001*** 61 395,93 

*** p < 0,01; ** p < 0,05; * p < 0,1. 
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A logisztikus regressziós modell az F-statisztika alapján szignifikáns, valamint 
illeszkedése közepesnek mondható (Nagelkerke R2 = 66 százalék). A 10. táblázatban 
az együtthatók előjeleit vizsgálva mindegyik magyarázó változó megfelelőnek érté-
kelhető a fizetésképtelenségre nézve. A független változók t-statisztikája alapján  
1 százalékos szignifikanciaszinten az árbevétel-arányos nyereség (J2) és a vállalat 
mérete (M) szignifikáns magyarázó változó. A boniás (EL) és a pénzeszközök aránya 
mutató (ESZK) 5 százalékos szinten szignifikáns magyarázó változó. Meglepő  
módon a likviditási ráta (L) nem bizonyul szignifikánsnak. Az esélyhányadosokat 
tekintve az árbevétel-arányos megtérülés (J2) egységnyi növekedése – ceteris paribus – 
98,8 százalékkal csökkenti a fizetésképtelenség esélyét. A pénzeszközök arányának 
(ESZK) egységnyi növekedése – ceteris paribus – 88 százalékkal csökkenti a fizetés-
képtelenség valószínűségét. A vállalat méretének (M) növekedése szintén csökkenti a 
fizetésképtelenség esélyét. Az eladósodottságmutatónak pozitív hatása van a fizetés-
képtelenségre, egységnyi növekedése – minden egyéb tényező változatlansága mel-
lett – 5,2 százalékkal növeli a fizetésképtelenség valószínűségét, ami szintén racioná-
lisnak tekinthető. 

5. Összegzés 

Pécsi városrégió kis- és középvállalatainak fizetésképtelenségét vizsgáltam, 
mesterséges intelligencián alapuló és gépi tanulási módszerekkel. Az adatmintán az 
SVM, a neurális háló, a bagging, a véletlen erdő, valamint a logisztikus regresszió 
módszerét alkalmaztam. A magyarázó változók a vállalatok éves beszámolóinak 
adataiból kalkulált pénzügyi mutatószámok voltak. 

A modellek összehasonlító eredményei kapcsán kijelenthető, hogy a megfele-
lően optimalizált együttes módszercsaládba tartozó véletlen erdő eljárás kiemelkedő 
osztályozó teljesítményre képes. Emellett a neurális háló alkalmazása is ígéretes, 
hangsúlyozva, hogy a még hatékonyabbnak ígérkező mélytanuló neurális hálók al-
kalmazását elvetettem, csak egyszerű előrecsatolt neurális hálót kalibráltam.  
Az SVM eredménye nagyban függött a megválasztott kernel függvénytől, ilyen te-
kintetben a lineáris osztályozóval készült SVM jelentősen alulmaradt. A logisztikus 
regresszió közepesen jó eredményei létjogosultságot biztosítanak a módszernek,  
ha figyelembe vesszük, hogy eredményei könnyen interpretálhatók. 

Az elemzés következtetései a gépi tanulási eljárások kiemelkedő teljesítmé-
nyének tekintetében egybehangzók a csődelőrejelzés nemzetközi szakirodalmában 
közölt eredményekkel (lásd Barboza–Kimura–Altman [2017]). A magyarázó  
változók hatásainak vizsgálatánál azt tapasztaltam, hogy a jövedelmezőségi mutatók, 
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azon belül az árbevétel-arányos nyereség lényeges tényezője a fizetésképtelenség 
vizsgálatának, mind a fontossági mutatók, mind a logisztikus regresszió hangsúlyos 
változóként határozta meg. A kötelezettségek arányával mért bonitásmutató szintén 
kardinális magyarázó változó. Továbbá az eszközállomány logaritmusával számított 
vállalatméret a véletlen erdő módszer fontosságértéke alapján jelentős változó, vala-
mint a logisztikus regresszió szerint is szignifikáns inputváltozó, negatív  
irányú kapcsolattal a fizetésképtelenségre. Mindez egybehangzik többek között  
Altman, Haldeman és Narayanan [1977], Ohlson [1980], Audretsch és Mahmood 
[1995] eredményeivel. 

A tanulmány szigorúan véve nem valósít meg időbeli előrejelzést a fizetőké-
pességre vonatkozóan. Az „előrejelzett” fizetőképesség ugyanabban az időinterval-
lumban található, mint a mérési megfigyelés, mindössze a vállalatok egy másik, 
véletlenszerűen kiválasztott csoportjára vonatkozik. 

A mesterséges intelligencia és a gépi tanulási módszerek számos előnyös tulaj-
donsággal rendelkeznek. Például olyan rejtett összefüggéseket képesek feltárni, me-
lyekre a hagyományos statisztikai módszerek nem képesek. Azonban figyelembe kell 
vennünk a hátrányait is, így az ökonometriai eljárásokkal ellentétben ritkán alkalma-
sak ok-okozati problémák feltárására (Statnikov–Hardin–Aliferis [2006]). A másik 
gyakori probléma a túlzott illeszkedés, amikor az adatok zaját, egyedi mintázatát 
tanulja meg az algoritmus (Uliha [2015]). Ennek feloldására léteznek praktikus eljá-
rások, azonban egyelőre univerzális megoldás nincs. 
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